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Onsoz
Diinya Saglik Orgiti’nin istatistiklerine gére kolon kanseri, kanser tiirleri arasinda ikinci en
Olumcul turdir. Kolon kanseri vakalarinin ¢odu kolon mukozasinda anormal hucre
proliferasyonundan kaynaklanan poliplerle baslar. Bu projede ilk olarak, Kayseri Sehir
Hastanesi gastroenteroloji klinigine gelen 201 hastada tespit edilen poliplere dair kolonoskopi
video ve goruntilerinden ve biyopsi érneklerinden elde edilen patoloji raporu ve IHK analizi
sonugclarini igeren kapsamli bir veri seti olusturulmustur. Bu veri seti; ayni polip icin hem dis
ylzeyin gorsel olarak incelenmesi icin kullanilan video ve gdrintileri hem de alinan doku
orneklerinin gorsel analizi igin farkh bayatmelerde gekilen mikroskop géruntilerini (histopatoloji
goruntilerini) icermesi ve immunohistokimyasal (IHK) analizler kapsaminda cesitli gen ve
protein ekspresyon seviyelerini godstermesi acgisindan buyuk énem tasimaktadir. Boyle
kapsamli bir veri seti bildigimiz kadariyla literatliirde yer almamaktadir. Biyopsi alinan poliplerle
ilgili tip, alt tip, konum, farkli gen ve protein ekspresyon seviyesi bilgilerini kullanarak c¢esitli
etiketlemeler yapilmasi, istatistiki bilgiler Gretiimesi ve kolonoskopi ve histopatoloji
goOrintllerinden polip tip ve alt tiplerin ve malignite potansiyelinin makine édrenmesi ve
yenilikgi derin 6grenme yaklasimlariyla tespiti gercgeklestiriimistir. Gastroenteroloji ve patoloji
bilim dallariyla birlikte farkli mihendislik disiplinlerinin bakis acilari kullanilarak hem klinik
pratigin kullanabilecegi bilgiler tretilmis hem de muhendislik (veri bilimi ve muhendisligi)

alanina katki verecek yaklagimlar geligtirilmigtir.

TUBITAK destegi ile satin alinan kitler yardimiyla biyopsi alinan dokular (izerinde gen ve
proteinlerin IHK analizleri gergeklestirimis ve bu asama projenin en 6zgiin yénlerinden birini
olusturmustur. Ayrica, proje kapsaminda ¢ 6grenciye saglanan burslarla 6grencilerimizin gok
yonllu gelisimlerine ve lisanslstl c¢alismalarina odaklanmalarina énemli katki verilmistir.
Bursiyerlerimiz bdylesi interdisipliner bir alanda klinige uygulanabilir ¢galismalar yapabilme
yetenegi kazanmiglardir. Ayrica, proje suresince yurutilen ve sonrasinda gergeklestirecegimiz
bilimsel arastirma ve yayin ¢alismalari i¢in ¢cok degerli ve benzeri olmayan verilerin toplanmasi
bu destek sayesinde mumkun olmustur. Bu verilerin diger arastirmacilarla yakin gelecekte
paylasimi planlanmistir. Tim bu calismalar ve kazanimlar TUBITAK tarafindan saglanan

destek sayesinde gergeklestirilebilmistir.

TUBITAK’a desteklerinden dolayi tesekkiir ederiz.
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Ozet

Kolon kanseri vakalarinin ¢ogu kolon mukozasinda anormal hicre c¢ogalmasindan
kaynaklanan poliplerle baslar. Bu projede Kayseri Sehir Hastanesi gastroenteroloji klinigine
gelen 201 hastada tespit edilen poliplere dair kolonoskopi video ve gorunttlerinden ve biyopsi
érneklerinden elde edilen patoloji raporu ve immunohistokimyasal (IHK) gen ve protein analizi
sonugclarini igeren kapsaml bir veri seti olusturulmustur. Bu projede, elde ettigimiz veri setinde
yer alan gortntilerden kolon poliplerinin evresini/patolojisini tahmin etmek i¢in yenilik¢i derin
6grenme ve makine 6grenmesi yontemlerini temel alan c¢evrim ici veya disi kullanilabilen
kapsamli bir yapay zeka destekli bilgisayarli goru sistemi gelistiriimistir. Bu proje kapsaminda;
kolonoskopi videolarindan gercek zamanli polip lokalizasyonu, videolardan goruntilerin elde
edilmesi, polip goérintilerinden hiperplastik ve tibdler polip ayriminin otomatik yapiimasi ve
hekim performansiyla karsilastirilmasi, bu gorintiler Gzerinde ayirt edici 6zniteliklerin tespit
edilmesi, farkli blylitmelerde alinan histopatoloji gorintilerinden adenomatdz olan ve olmayan
poliplerin ve poliplerin alt tiplerinin yenilik¢i derin 6grenme ydntemleriyle tespiti, ki-67, p53,
VEGF, PD-L1 (lenfosit) ve PD-L1 (epitel), BRAF ve cd34 isimli gen ve proteinlerin iHK
analizlerinin sonuglarinin polip tipleri ve alt tipleri igin yorumlanmasi ve poliplerin bu bilgilere

gore etiketlenmesi gergeklestiriimistir.

Anahtar Kelimeler: Kolon polipleri, bilgisayar destekli teshis, yapay zeka, derin 6grenme,

makine 6grenmesi, kolonoskopi, histopatoloji, immunohistokimyasal analiz

Vi
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Abstract

Most cases of colon cancer begin with polyps resulting from abnormal cell proliferation in the
colon mucosa. In this project, a comprehensive data set including the results of the pathology
report and immunohistochemical (IHC) gene and protein analysis obtained from the
colonoscopy videos and images and biopsy samples of the polyps detected in 201 patients
who came to the gastroenterology clinic of Kayseri City Hospital was created. In this project, a
comprehensive artificial intelligence assisted computer vision system, which can be used
online or offline, based on innovative deep learning and machine learning methods, has been
developed to predict the stage/pathology of colon polyps from the images in the dataset we
have obtained. Within the scope of this project; real-time polyp localization from colonoscopy
videos, extraction of images from videos, automatic differentiation of hyperplastic and tubular
polyps from the colonoscopy images and comparison with physician performance, detection
of distinctive features on these images, deep learning based identification of adenomatous and
non-adenomatous polyps and subtypes of polyps from histopathology images taken at different
magnifications. The results of IHC analyzes of genes and proteins named Ki-67, p53, VEGF,
PD-L1 (epithelium), PD-L1 (lymphocyte), BRAF and cd34 were interpreted for polyp

types/subtypes and polyps were labeled according to this information.
Keywords: Colon polyps, computer-aided diagnosis, artificial intelligence, deep learning,

machine learning, early-phase cancer detection, colonoscopy, histopathology,

immunohistochemical analysis

Vii
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1. GIRIS

Dinya Saglik Orgiti’'niin acikladigi istatistiklere gére kolon kanseri (KK), kanser tirleri
arasinda ikinci en 6lumcul tirdur. Bu kanser tird her yil yaklagik yarim milyon insanin élimune
sebep olmaktadir. KK vakalarinin cogu kolon mukozasinda anormal hticre proliferasyonundan
kaynaklanan poliplerle baglar. Histolojik ve morfolojik 6zelliklerine gdére kolon polipleri
neoplastik ve non-neoplastik olarak iki ana tipe ayrilir. Neoplastik polipler malignite potansiyeli
barindirirlar. Poliplerin tespiti amaciyla en sik kolonoskopi islemi kullaniimaktadir. Kolonoskopi
esnasinda poliplerin yerlerinin belirlenmesinin yani sira probun ucundaki aparatlarla
cikarilabilmesi (polipektomi) mimkin olmaktadir. Cikarilan hemen her polip dokusunun
hematoksinel-eozin (H&E) boyali doku slaytlari rutin olarak hazirlanmakta ve patologlar
tarafindan mikroskop altinda incelenmektedir. Teredditte kalinan durumlarda bu dokular
tizerinde immunohistokimyasal (iIHK) yéntemlerle dnemli ekspresyon degisikliklerini gésteren

antijen (protein) analizi yapilmaktadir.

Kuguk poliplerin yaklasik %50'sinin kansere neden olmadidi kanitlanmistir (Healthline, 2019).
Kansere neden olmayan poliplerin ¢ikarilmasi hastaya fayda yerine zarar verebilmektedir.
Ko6tu huylu olmayan ve zamanla kansere dénidsme riski barindirmayan poliplere uzmanlar
genellikle dokunmamayi tercih etmektedirler. Cinkl, bu tir poliplerin ¢ikariimasi tibbi
maliyetleri daha da arttirmakla beraber perforasyon ve kanama gibi birgok riski de beraberinde
getirmektedir. Bu nedenle, kolonoskopi sirasinda polip turu ve alt tiplerinin tespiti, dolayisiyla
malignite riskinin belirlenmesi, 6nemli oranda klinik anlam tasimaktadir. Kolonoskopi
goruntulerinden polip tarind tespit etmek optik/sanal teshis olarak adlandiriimakta ve bu
yéntem endoskopistlerin polipektomi kararlarina yardimci olurken patologlarin da is ylukinu

onemli oranda azaltmaktadir.

Bu projede amacimiz, kolon kanserinin &énculi oldugu bilinen kolon poliplerinin
evresini/patolojisini tahmin etmek igin derin 6grenme ve makine 6grenmesi yontemlerini temel
alan gevrim ici veya disi kullanilabilen kapsamli bir yapay zeka destekli bilgisayarli goru sistemi
gelistirmektir. Bu sistemin, endoskopistlere kolonoskopi muayenesi esnasinda, patolojiye
gbndermeden, ekrandaki poliplerin hangi evrede oldugunu daha iyi tespit etmek icin gercek
zamanli optik biyopsi sansi vermesi hedeflenmektedir. Neoplastik (adenomatdz de
denmektedir) poliplerin bagirsak dokusundan tamamen alinmasini saglamakla beraber,
gereksiz polipektomiyi énlemesi amaclanmaktadir. Diger yandan, kolonoskopi esnasinda
alinan bu lezyonlarin histopatolojik gérintilerinin manuel/gérsel analizi, patologlar i¢in hala
zaman alici bir istir. Patologlarin analiz sireclerini kolaylastirmak icin ilgilenilen dokulari
siniflandirmak ve zihinlerinde olusabilecek tereddutlerini gidermek igin tibbi modeller

geligtirerek kolonoskopi sirasinda yapilan optik biyopsiyi teyit etme amacgh c¢ézimler
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gelistirmek bu projenin diger bir amacidir. Bu kapsamda farklh blyttmelerde kayda alinan
histopatoloji goruntileri Uzerinde otomatik siniflandirma calismalari gergeklestiriimistir.
Bahsedilen goriintii temelli yaklagimlarla, protein seviyesinde bilgi saglamamiza yarayan IHK
analiz yontemleriyle zenginlestirilerek kolon poliplerinin makro (kolonoskopi video ve
gorantuleri), mikro (biyopsi ile alinan dokunun boyanmasini takiben mikroskop altinda alinan
goruntileri ki bunlara histopatoloji gorintileri adi verilmektedir) ve gen/protein seviyesinde

karakterizasyonu Uzerinde calisiimistir.

Bu proje, temel olarak bes adet ¢ikti Gretmek ve onlari birbirini destekleyecek bicimde kombine
edecek, hekime yardimci olarak calisan bir sistem gelistirmek (izerine kurgulanmistir. ilk
olarak, Kayseri Sehir Hastanesi gastroenteroloji klinigine gelen 201 hastada tespit edilen
poliplere dair kolonoskopi video ve gorintilerinden ve biyopsi 6rneklerinden elde edilen
patoloji raporu ve IHK analizi sonuglarini igeren kapsamli bir veri seti olusturulmustur. Bu veri
seti; ayni polip icin hem dis yuzeyin gorsel olarak incelenmesi icin kullanilan video ve
gorintileri hem de alinan doku 6rneklerinin gorsel analizi icin farkh blylitmelerde cekilen
mikroskop géruntiilerini (histopatoloji goriintilerini) icermesi ve immunohistokimyasal (IHK)
analizler kapsaminda c¢esitli gen ve protein ekspresyon seviyelerini gostermesi agisindan
blylk 6nem tasimaktadir. Boyle kapsamli bir veri seti bildigimiz kadariyla literatiirde yer
almamaktadir. Biyopsi alinan poliplerle ilgili tip, alt tip, konum, farkli gen ve protein ekspresyon
seviyesi bilgilerini kullanarak c¢esitli etiketlemeler yapilmasi, istatistiki bilgiler Gretilmesi ve
kolonoskopi ve histopatoloji gérunttlerinden polip tip ve alt tiplerin ve malignite potansiyelinin

makine dgrenmesi ve yenilik¢i derin 6grenme yaklagimlariyla tespiti gerceklestirilmistir.

Daha detayl bakmak gerekirse, kolonoskopi video ve goruntistindeki kolon poliplerini, patoloji
raporu sonugclarina gore etiketleyerek (tur ve alt tip seklinde) gorintiiden polip evrelerinin ve
malignite potansiyelinin otomatik tespitine dair makine 6grenmesi ve derin 6drenme
yaklasimlari arastiniimistir. Farkli doku ve organlarda optik biyopsi alaninda ¢alismalar mevcut
olmakla beraber bu kadar genis kapsamda bir bilimsel g¢alisma bulunmamaktadir. Diger
yandan, patoloji kliniginde alinan histopatolojik gdruntilerden kolon poliplerinin
karakterizasyonuna ve otomatik siniflandiriimasina dair calismalar, patoloji raporu sonuglarina
gore gergeklestiriimistir. Bu kapsamda yenilikgi derin 6grenme yaklasimlarinin polip tiri ve alt
tipi tespitinde kullanilmasina dair c¢aligmalar yuratalmastir.  Ayrica, kolonoskopi
goriintilerinden ve IHK analizi sonuglarindan polip tiirii, alt tipi, malignite potansiyelini
gosterebilecek prognostik faktorler (biyobelirtegler) istatistiksel yontemlerle elde edilmeye
cahsiimistir. Son olarak, kolonoskopi gorintilerinden ¢ikarilan 6znitelikler, patoloji raporu
sonucu (polip tard ve alt tipi), p53, ki-67, VEGF, BRAF, PD-L1 ve cd34 isimli gen ve proteinlerin
IHK analizlerinin sonuglarini igeren biitiinciil ve benzersiz bir veri tabani bilim camiasiyla acik

kaynak olarak paylasiimasi planlanmigtir.
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Goriuntllerin  elde edilmesinde Kayseri Sehir Hastanesi Gastroenteroloji ve Patoloji
Kliniklerindeki sistemler kullaniimigtir. Proje butcesi kapsaminda temini saglanan gen ve
proteinlere dair kitler Uzerinde IHK analizleri Patoloji Klinigi blnyesindeki cihaz ile
gergeklestiriimigtir. Goérlntl isleme, makine 6grenmesi, derin 6drenme ve istatistiksel
calismalar proje ekibinde yer alan Abdullah Gl Universitesi, Elektrik-Elektronik ve Bilgisayar
Muahendisligi 6gretim Uyeleri ve lisansistl bursiyerler tarafindan yuarutilmustar. Proje
sonucunda hem Kklinikte gercek zamanl ya da ¢evrimdisi kullanilabilecek bir yazilim hem de

poliplerin daha iyi anlasilmasini saglayacak bilimsel bilgi Gretilmigtir.

2. LITERATUR OZETI

Kolon kanseri (KK) sindirim sisteminin son kismi olan kalin bagirsakta gérilmektedir ve diinya
capinda kanser 6limlerinde en 6limcul Gglincl kanser turtdir (World Health Organisation,
2020). Her yil yaklasik 2 milyon yeni vaka ortaya ¢ikmakta ve yarim milyon insanin 6limune
neden olmaktadir. (National Cancer Institute, 2020; American Institute for Cancer Research,
2019; Siegel vd., 2019). KK vakalarinin c¢odu kolon mukozasinda anormal hucre
proliferasyonundan kaynaklanan, kiguk ve iyi huylu hicre grubu adi verilen adenomatéz
poliplerle baslar (Mayo Clinic, 2016). Histolojik ve morfolojik 6zelliklere gore kolon polipleri
neoplastik ve non-neoplastik olarak iki ana tipe ayrilir (Leslie vd., 2002). Adenomatéz polipler
olarak da bilinen neoplastik polipler histolojileriyle dlsuk ve ylUksek dereceli displazi iceren
tibdler, villoz ve tibllovilléz adenomlar olarak siniflandiriir (Bertelson vd., 2012).
Adenomatdz/Neoplastik polipler KK gelisiminde kritik bir asamay! temsil eden malignite
potansiyeli barindirmalari dolayisiyla birincil neme sahiptir. Sekil 1’de gorulecegi Uzere kolon
polipleri, makroskopik goérinimleriyle de sapsiz (diz, dogrudan mukozal tabakadan
kaynaklanan) veya sapli (mukozadan fibrovaskiler bir saptan uzanan) seklinde
siniflandirilabilir (Shussman ve Wexner, 2014). 2019 yilinda bazi hiperplastik poliplerin KK
baslatma potansiyeline sahip oldugu gdsterilmistir (Hissong vd., 2019). Bu nedenlerle,
poliplerin yeterince erken bir asamada tanimlanmasiyla basit bir ayakta tedavi prosedurd,

kanser gelisimini durdurabilmekte, hastalik ve 6lumu 6nleyebilmektedir (Kather vd., 2019).
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Sekil 1. Kolon duvarinda polipten kanser gelisimi asamalari (Hopkins Medicine, 2013)

Kolon kanserinin tani ve tedavisi icin en yaygin olarak kolonoskopi islemi kullaniimaktadir. Bu
islemde, kalin bagirsagin tamami ve gerektiginde ince bagirsagin son kismi yumusak,
bikulebilir ve ucunda kamera bulunan bir probla hekim tarafindan gorsel olarak
incelenmektedir. Bu inceleme esnasinda video ve fotograf cekimi yapiimasi mumkin
olmaktadir. Kolonoskopi esnhasinda poliplerin yerlerinin belirlenmesinin yani sira probun
ucundaki aparatlarla gikarabilmesi (polipektomi) de mimkin olmaktadir. Cikarilan hemen her
polip dokusunun hematoksinel-eozin (H&E) boyali doku slaytlari rutin olarak hazirlanmaktadir
ve patologlar tarafindan mikroskop altinda incelenmektedir. Tereddtte kalinan durumlarda bu
dokular tizerinde immunohistokimyasal (IHK) yéntemlerle énemli ifade degisikliklerini gdsteren
antijen (protein) analiz edilmektedir.

Ancak, kuclk poliplerin yaklasik %50'sinin kansere neden olmadigi kanitlanmistir (Chun,
2019). Kansere neden olmayan poliplerin c¢ikariimasi hastaya fayda yerine zarar
verebilmektedir. Kot huylu olmayan ve zamanla kansere donisme riski barindirmayan
poliplere uzmanlar genellikle dokunmamay tercih etmektedirler. Cinku, bu tir poliplerin
cikarilmasi tibbi maliyetleri daha da artirirken perforasyon ve kanama gibi bircok riski de
beraberinde getirmektedir. Bu nedenle, kolonoskopi sirasinda polip tlrlerinin tespiti ve
poliplerin karakterizasyonu klinik bir anlam tasimaktadir. Kolonoskopi gérinttlerinden polip
tirdna tespit etmek optik/sanal teshis olarak adlandiriimaktadir. Bu yaklasimin kanserin erken
tespitinde ve hastalarin bir an 6nce sagdliklarina kavusabilmelerinde ciddi bir potansiyeli oldugu
dusundlmektedir. Ayrica, bu yontem patologlarin is yikini de énemli oranda azaltabilecektir.
Son yillarda dunya genelinde; arastirmacilarin, yapay zekd& basta olmak Uzere yeni
yaklagimlarla kanserin erken tespitini ve poliplerin ¢ok tehlikeli hale gelmeden yakalanmasini
saglayan sistemler gelistirmeye calistiklarina sahit oluyoruz (Mori vd., 2017). Bu alandaki
calismalar giderek artan bir ilgi gormektedir. Boyle Urlnlerin ortaya konabilmesi igin, kolon

polipi olan bireylerden alinan kolonoskopi ve/veya histopatoloji géruntilerinin sahip oldugu
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farkhliklarin anlasilmasi ve kuantifiye edilmesi 6nem arz etmektedir. Bu projede, otomatik
olarak polipi ve polipin KK gelisiminde hangi asamayi temsil ettigini anlamlandirmak igin
makroskopik (kolonoskopiyle elde edilen) ve mikroskobik (histopatolojik analiz esnasinda elde
edilen) goéruntiler Uzerinde c¢alisiimistir. Polipli hastalardan elde edilen kolonoskopi
goruntilerinde/videolarinda, gorintu/video isleme yaklagimlariyla polipin morfolojik, sekil, renk
ve doku Ozellikleri c¢ikarilmig, alinan biyopsi 6rneklerinden elde edilen histopatolojik ve
immunohistokimyasal (iHK) degerlendirme sonuglariyla birlikte analiz ediimeye calisiimistir.
Yéntem kisminda detayh olarak agiklanan, malignite riskinin varligini gésteren parametreler
ve gorintl 6éznitelikleri yorumlanip anlamlandiriimaya gayret edilmistir. Bu kapsamda hem
istatistiksel karsilastirmalar hem de otomatik siniflandirma yaklasimlari kullaniimistir.
Belirlenen parametre ve 6znitelikleri kullanarak otomatik siniflandirma yapilacak ve hekimin
gorsel analizine yardimci olacak bir yaklagsimin gelistiriimesinin ilk adimlari atilacaktir. Bu
adimlar, ayirici gucu nispeten yuksek Ozniteliklerin ve basarili siniflandirma yaklagimlarinin
tespit edilmesine hizmet etmigtir. Bu sayede, gastroenteroloji uzmanlarinin rutin kolonoskopi
muayenesi iglemi esnasinda biyopsi alip almamasi gerektigini ydnlendirebilecek gercek
zamanli bir analiz ve goérsellestirme yaklasimi igin ilk adimlar atilmigtir.

Bununla beraber bu proje, biyopsi alinmasina karar verilen hastalarin histopatolojik
goruntllerinin  patoloji uzmanlari tarafindan degerlendiriimesini kolaylastirabilecek bir
arastirma olmustur. Diger yandan bu ¢alisma sonucunda, hastalardan alinan polip dokusu
ornegi ve polipin yanindan alinan normal doku 6rnegdi arasinda molekuler dizeydeki farklilhiklar
arastirmak icin immiinohistokimyasal (IHK) analizler yapilmistir. IHK analiz teknigi, bir hiicre
ya da dokuda dzel bir antijeni (proteini) ya da hicreyi aramayr amaglamaktadir. iHK
yonteminde, bir doku veya hicre igerisindeki aranan antijenler; antikor uygulanmasi ve
antikorun antijene spesifik bir sekilde baglanmasi sonucu tanimlanabilir. Kanser genetiginde
rol aldigi bilinen antijenler literatiirde mevcuttur. Bu proje icin IHK analizlerinde aranan
proteinler p53, ki-67, cd34, VEGF, BRAF, PD-L1 olarak belirlenmigtir. Bu proteinler igin
kullanilan antikorlarin kanser genetiginde rol aldigi literatirde yapilan c¢alismalarda
gOsterilmistir (Aktas ve Akbulut, 2014; Zhao vd., 2017; Bozkurtlar ve Kaya, 2018; Santini ve
Hellman, 2019; Yuan vd., 2019). Ancak, ayni polip Uzerinde kolonokopi ve mikroskop
gérantllerinden tespit edilmesi Uzerine vyapilan herhangi bir calisma literatlrde
bulunmamaktadir. Projemizin 6zginligl poliplerde bulunan protein reaksiyonlarinin ve
dolayisiyla malignite potansiyelinin kolonoskopi ve histopatoloji gorintulerinden tespit
edilmesidir. Bununla birlikte dnceki ¢alismalarda polip evrelerine 6zgu bagimsiz prognostik

belirte¢ analizi yapilmamis, kolon kanseri Gzerine yogunlasiimamistir.
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Diger yandan, literatirdeki 6nemli ihtiyaglardan biri olan buttincul veri seti eksikligi, calismanin
sonuglari ile birlikte agik kaynak olarak sunularak bu alana kapsamli bir katki yapilacaktir. Bu
projede, hazirlanan butlncil veri seti Uzerinde makro boyuttan mikro boyutun hatta gen ve
proteinlerin ekspresyon seviyelerinin tahmini gibi énemli bir problemin ¢ozilmesine dair bir
hedef s6z konusudur.

Gastroenteroloji, hekimlerin  endoskopik cihazlarin hassas manipulasyonu ve
navigasyonundan hastaligin gorsel olarak tanimlanmasina ve siniflandiriimasina ve veri odakl
karar vermeye kadar ¢ok c¢esitli klinik becerilere sahip olmalarini gerektiren bir alandir. Son
yillarda, yapay zeka araglari doktorlarin bu gérevleri yerine getirmelerine yardimci olmak tzere
tasarlanmaya baslanmistir. Farkl Ulkelerde gesitli arastirma gruplari makine égrenmesi ve
derin 6grenmenin, kolon poliplerinin tespitinden kablosuz kapsul endoskopi gorintilerinin
analizine kadar gesitli becerilere nasil yardimci olabilecegini gostermistir (Mori vd., 2017; Yuan
ve Meng, 2017). Yapay zekanin gastroenterolojideki uygulama sayisi arttikga, yontemin
basarisi ve zorluklari daha iyi anlasilir olacaktir. Derin 6grenme ve yapay zeka uygulamalari
Ozellikle klinik tipta degerlidir, ¢unkd tibbi veriler ¢odu zaman Kkolayca islenemeyen
yapilandiriimamis metinlerden, goérintilerden ve videolardan olugsmaktadir. Yapilan ilk
calismalarda onerilen bilgisayar destekli teshis teknikleri, endoskopistlere, kagirmis
olabilecekleri poliplerin tespitinde yardimci olmayi hedeflerken (Krishnan vd., 1998; lakovidis
vd., 2006), giinimUzde gastrointestinal endoskopide yapay zeké uygulamalari noktasinda en
ilgi cekici alanlardan biri hala otomatik kolon polip tespitidir. Genel olarak, otomatik polip
algilama yapilari, endoskopistin, bir gorsel isaretleyici veya ses uyarani araciligiyla ekrandaki
polip varhidina karsi uyariimasi igin tasarlanmistir. Kolon poliplerini tespit etmek icin farkh
yontemler ve veri setleri ile calisiimistir (Wang vd., 2015; Shin vd., 2018; Klare vd., 2019).
Arastirma grubumuzda da poliplerin varliginin ve yerinin otomatik tespitine yonelik damar
yogunlugu tabanli ve derin 6grenme tabanl yenilik¢i yaklagsimlar gelistirmeye dair ¢caligmalar
gergeklestiriimistir. (Dogan ve Yilmaz, 2018; Tas ve Yilmaz, 2021).

Bilgisayar destekli teshis icin dnerilen ilk girisimler, kalin bagirsak Iimen hatlarinin ¢ikariimasi
ve alt gastrointestinal sistem patolojisinin saptanmasi icin bolge/alan blyltmesi (region-
growing) yontemlerinin (piksel bazli goérunti bdélatleme yaklagimlarinin)  kullanimini
icermektedir (Krishnan vd., 1994). Daha sonra, arastirmalar hareketsiz/duragan endoskopik
goOrintilerde lezyonlarin tespitine yardimci olmak igin gogunlukla doku, renk veya karma analiz
yontemlerini kullanarak akilli desen/ériintli siniflandirma ile birlestirilmistir. Bu arastirmalar,
neoplastik ve pre-neoplastik lezyonlarin olasiligini tahmin etmek icin, kolondaki lezyonlari
mikroskobik ve makroskobik goérintilerden o6znitelikler cikarmayi hedefleyen calismalari
icermektir. Kolonoskopi goruntulerinden gikarilan 6zniteliklerle timaor lezyonlarinin histolojisini

tahmin etme ile ilgili bir calismada bulyGUticli kolonoskop (magnifying colonoscope)
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kullaniimistir. Calisma sonucunda tahmin edilen tani ile patolojik tani karsilastirildiginda 1387
lezyonun 1130'unda (%81,5) uzlasma saptanmistir. Kolorektal tumoér lezyonlarinin
histolojisinin, nispeten dogru bir sekilde degerlendiriimesini saglayan bu yontemin; kolonoskopi
sirasinda karar vermede yardimci olabilecegi dusunulerek ¢alismalara devam edilmistir (Kudo
vd., 1996). Diger bir calisma ise Maroulis vd. (2003) tarafindan yapilan, en eski polip tespit
yazilimi érneklerinden biri olan ‘Kolorektal Lezyon Dedektori’ (CoLD) olarak bilinen yazilimdir.
Normal veya anormal doku bdlgeleri arasinda ayrim yapmak igin her gorintinin dalgacik
doénusimu Uzerinden hesaplanan ikinci dereceden istatistiksel 6zelliklerini kullanmistir. Yapay
sinir agi, bu 6zniteliklerin siniflandiriimasini hareketsiz/duragan goérintilerden elde etmis ve
calisma %95'ten daha fazla bir tespit dogrulugu saglamistir.

Bu calismalar 1siginda glinimuzde bilgisayar sistemlerinin gelismesi, artan veri isleme hiziyla
ve ¢ok sayida veriye kolay ulasilabilmesinin saglanmasiyla optik/sanal biyopsi calismalari
6nem kazanmis ve bilim camiasinda ilgi ¢ekici konulardan birisi olmustur. Mori vd. (2019)
tarafindan yapilan bir ¢calismada kolonoskopi sirasinda yapay zekanin kullanimiyla kigik
(dimin(tif) poliplerinin es zamanl tespiti ve karakterizasyonu yapilmistir. Bu pilot calisma,
geligtirilen sisteminin test poliplerinin %94'Unl (50'nin 47'sini) tespit ettigini gdstermistir.
Diminutif poliplerin endoskopik video gorintilerinden gercek zamanh degerlendiriimesi icin
derin bir evrisimsel sinir agi (convolutional neural networks, CNN) modeli kullanan bir bagka
calismada ise Byrne vd. (2017) yalnizca dar bant goruntileme (narrow-band imaging, NBI)
sistemi kullanarak 125 videodan c¢ikarilan gértntiler Gzerinde galismistir. Endoskopik videolar
ile egitilmis bir yapay zeka sisteminin, adenomlari hiperplastik poliplerden yiksek hassasiyetle
ayirt edebilecegi sonucu cikarilmakla birlikte bu programin hastanin klinik muayenesi
esnhasinda doktoru ydnlendirebilmesi i¢in ek calismalar yapilmasi gerektiginden s6z edilmistir.
Min vd. (2019) kolorektal poliplerin renklerini analiz ederek poliplerin histolojik sonuglarini
tahmin etmek igin bilgisayar destekli tani sistemi gelistirmistir. Toplam 139 adenomatdz polip
ve 69 adenomatbz olmayan polip géruntist Uzerinde modelin egitimi gerceklestiriimis ve
%78,4 dodru ayirma seviyesi elde edilmistir. Daha 6nceki ¢alismalarda, Hafner vd. (2009),
Liedlgruber ve Uhl (2011) yuksek buyitmeli kromoendoskopi ve Ganz vd. (2012), Tamaki vd.
(2013) NBI ile birlikte yuksek blyutmeli endoskopi sistemi kullanmiglardir. Ancak, bu pahali
sistemler sadece belli merkezlerde bulunmakta ve endoskopistlerin yiksek kaliteli goruntiler
elde edebilmesi icin egitimesi gerekmektedir. Kromoendoskopi gorintileme igin kolon
mukozasina 6zel bir boya ile renklendirme yapilmaktadir. Bunlarin yerine HD kolonoskopi
sistemleri makul maliyetler ile standart gérintilerden belirgin sekilde daha kaliteli ve detayl
goéruntuler elde etme imkani sunmaktadir. HD kolonoskopi sistemlerinin mevcut gérunti isleme
modlari vardir. Ornegin, i-scan (Pentax) gelistirilmis endoskopi gériintiisti spesifik anatomik

Ozellikleri 6ne gikaran Ug farkl secenegiyle mukozal ve vaskuler yapilarin ayrintili géranimu



‘@\
!

TUBITAK

icin gercek zamanl sanal gorunti saglamaktadir (Neumann vd. 2013). Bir diger sistem ise bu
projede kullanacagimiz, Fujinon akilli sanal kromoendoskopi (Fuji Intelligent Chromo
Endoscopy, FICE) modu ve yuksek buyutme oranidir. FICE, 1s1gin dalga boyu araligini dijital
olarak sinirlamakta ve parlak renk ve 1sik kalitesine sahip gorintiler sunmaktadir. Sripatoorat
ve Angchuan (2014) tarafindan yapilan bir ¢galismada, polipin histolojisini tahmin etmek icin
yuksek blyitme oranli FICE modunu kullanarak 358 polipin pit érintd siniflandirmasi ile
patoloji sonucunu karsilastirmistir. Yiksek buyttme oranh FICE, hiperplastik ve adenomatoz
poliplerin ayiriminda %82,1 dogruluk géstermistir. Bu sonugla, FICE modunun ve yiksek
blyUtme oraninin, muayeneler sirasinda kolon poliplerinin saptanmasini ve siniflandiriimasini
kolaylastirdigi gosterilmistir. Wimmer vd. (2019) tarafindan dnerilen endoskopik géruntileme
yontemleri, kolon lezyonlarini histolojik taniya gbre neoplastik ve non-neoplastik olarak
siniflandiriimasinda kullaniimaktadir. Adenomlar yizeylerinde ¢ok miktarda kan damari ve
kilcal damarlari sergilerken, hiperplazik poliplerde bunlar daha azdir. Bazi kolonoskopi
sistemlerine 6zgu bir goruntileme sistemi olan NBI, polip ylzeyindeki mukoza ve vaskiler
yapilarin goérsellestiriimesini kolaylastiran bir teknolojidir ve bu ézellikleriyle polip histolojisini
siniflandirma c¢alismalarinda kullaniimistir (Stehle vd., 2009). Ancak, NBI sisteminin bazi
istenmeyen etkileri mevcuttur. Kolon iginde bulunan artiklarin renk uzayinin degismesi sonucu
bilgisayar tarafindan polip gibi algilanmasina neden olabilmektedir. Bununla birlikte, bu sistemi
kullanacak olan endoskopistlerin kullanmayr 6grenmek igin zaman harcamasi, rutinde
kullanilan cihazlardan maliyetinin fazla olmasi gibi olumsuz o6zelliklerinden dolayi tercih
ediimemektedir. Bundan dolayr NBI ile yapilan akademik caligmalar ticari alanda uriune
doénusme potansiyeli acgisindan sinirli kalmaktadir (Stehle vd., 2009; Gross vd., 2009; Sano
vd., 2009; Rex, 2009; Rastogi vd., 2009a, 2009b; McGill vd., 2013). Ayrica, NBI teknigi
kullanimi ile beyaz isik kolonoskopisi arasinda adenom tespiti oranlarinda fark bulunmadigi
yapilan bazi akademik ¢aligmalar ile gosterilmistir (Rex, 2009; Adler vd., 2009).

Mesejo vd. (2016) tarafindan kolon poliplerinin Gg farkli evresine ait kolonoskopi videolarindan
cikarilan gorantileri kullanarak siniflandirma ¢alismalari yapilmistir. Hiperplastik (21), adenom
(40) ve serrated (tirtikli) (15) polip olmak tGzere Ug farkli polip evresine ait NBI (76) goéruntileme
modu ve beyaz isik (white light) (76) gérintileme modu olarak toplam 152 video agik kaynak
olarak paylasiimistir. Mesejo vd. (2016)'nin ¢alismasinda Ug tipi ayirmada uzmanlarin basarisi
%63,49 iken gelistirilen yaklagsimin basarisi %58,77 olmustur. Bu ¢alismada arastirmacilar
Invariant Local Binary Patterns (ILBP) ve Invariant Gabor Tekstur 6znitelikleri, iki boyutlu sekil
Oznitelikleri ve Structure-from-Motion denilen bir t¢ boyutlandirma yaklasimi ile elde ettikleri
goruntileri kullanmislardir. Dokunun alinip alinmamasi icin yaptiklari ikili siniflandirma
sonugclarinda ise uzmanlarin basarisi %79,60 iken gelistirilen yaklagsimin basarisi %79,38

olarak verilmigtir.
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Histopatolojik gorintilerin incelenmesi, sindirim sistemindeki kanserleri teshis ve taramak igin
altin standarttir. Dijital patoloji son yillarda giderek daha populer hale gelmistir ve yiksek
¢6zUnarlakld histopatolojik gorantilerin incelenmesine olanak saglamaktadir. Bununla birlikte,
histopatolojik goértntilerin manuel/gérsel analizi patologlar igin ciddi miktarda zaman alici bir
istir, cink( goruntiler 100.000x100.000 piksel boyutuna kadar gikabilmektedir. Farkl patolojik
goruntilerde ilgilenilen dokulari/yapilari otomatik olarak siniflandirmak igin tibbi modeller
gelistirmek, gelecek vaat eden ¢oziumler olarak 6ngdrilmektedir. Yapilan ilk calismalar,
kolondaki lezyonlarin kanser mi normal mi oldugunu, mikroskobik goéruntilerden &znitelikler
¢ikararak tahmin etmeyi icermektir. Esgiar vd. (1998) 44 normal ve 58 kanserli mikroskop
gOrintisu Uzerinde es olusum matrisine (doku analizine) dayali Oznitelikleri incelemis ve
%90’k bir basari orani raporlamigtir. GuUnimuzde hizli gérintl isleme teknikleri ve
gorsellestirme yazilimlariyla birlikte, histopatolojik goruntiler rutin bir teshis yontemi haline
gelmeye baglamigtir. Son zamanlarda, derin 6grenme algoritmalari, timor bolgesi tanimlama,
metastaz tespiti ve hasta prognozu gibi patoloji goéruntu analizi uygulamalarindaki basarisi
arastirimaktadir (Macenko vd., 2009; Mobadersany vd., 2018). Bircok makine 6grenme
algoritmasinin patoloji gérintilerini otomatik olarak bélimlere ayirmasi, goériintiden tahminler
yapmasi ve ongoriler cikarmasi galisiilmaya deger bulunan énemli konulardandir (Kather vd.,
2019). Bu algoritmalar arasinda, CNN gibi derin 6grenme yaklasimlari dogrulugu, hesaplama
etkinligi ve genellestirilebilirligi ile dikkat cekmektedir.

Her hasta igin H&E boyali doku slaytlari, yani histopatoloji gértntileri, prognostik belirtecleri
nesnel olarak ¢ikarmak igin rutin olarak kullaniimayan nicel bilgileri icermektedir. Bu potansiyel
bulgular ile Kather vd. (2019) tarafindan yapilan ¢alismada, CNN yaklasiminin hastaligin seyri
hakkindaki tahminlerini, mevcut olan H&E gdrintilerinden c¢ikarilabilmesi arastiriimistir.
Retrospektif olarak yapilan bu c¢alismada, bir CNN'in insanin timoér mikro ortamini
degerlendirebilecedi ve prognozu dogrudan histopatolojik gdérintilerden tahmin edebilecedi
gosterilmistir. Acik kaynak olarak sunulan hazir histopatoloji géruntulerinden olusan bir veri
seti kullaniimistir. CNN'deki ¢ikis ndéron aktivasyonlarina dayanarak, ¢ok degiskenli bir
parametre ile genel sagkalim icin bagimsiz bir prognostik faktér olan “derin stroma (organin
bag dokusundan olusan iskeleti) skoru’nu hesaplamislardir. Bu skorun, Union Internationale
Contre le Cancer (UICC) evreleme sistemine kiyasla sagkalim tahminini daha iyi ortaya
koydugu gosterilmistir. Arastirmalarinin sonucu olarak ayni grupta stromal alanlarin manuel
olarak dlgulmesi ve kansere bagl fibroblastlarin gen ekspresyonuna neden olmasi, spesifik
olarak timoér asamalarinda prognostik faktor oldugu gosterilmistir. Baska bir prognostik faktor
calismasi olarak damarlanma Uzerinde durulmustur. Patolojik anjiyogenez malignitede
potansiyel prognostik faktor ve tedavi hedefi olarak tanimlanmigtir. Cogu durumda, anjiyojenik

analiz, CD31 veya CD34'liin immiino-boyama ile tespit edilen mikro damar yogunlugunun
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Olcimine dayanmaktadir. Histopatoloji gorintilerinde mikro damarlarin roll, karmasikhg ve
heterojenligi nedeniyle genis bir sekilde calisiimamistir. Bu proje ile kolonoskopi géruntisi de
mevcut olan polipin histopatoloji gérintisu ile birlikte kapsamli bir analizi yapilacaktir. Ayrica,
¢alisma icin mikro damarlarin manuel olarak tanimlanmasi patologlar i¢in gézlemciler arasi
degiskenlik gdsteren ve yogun emek isteyen bir istir. Bu nedenle, klinik ile iligki analizi igin
histopatoloji goruntilerinde otomatik mikro damar tespit algoritmalari gelistirmek dnemlidir. Bu
amagla bir algoritma gelistiren ilk calisma Yi vd. (2018) tarafindan CNN kullanarak yapilan bir
mikro damar tahmin yéntemidir. Onerilen algoritmanin uygulanabilirligi, histopatoloji
goOrintlleri Ozerinde deneysel sonuglarla goésterilmistir. Ayrica, tanimlanan mikro damar
Oznitelikleri, hastanin klinik sonuglari ile dnemli élgtde iligkili bulunmustur. Bu calismada agik
kaynakli ve ¢cogunlugu akciger kanserinden olusan bir veri seti kullanmistir. Akciger kanseri
calismalari olumlu sonug¢ veren histopatoloji goruntilerinden damarlanma tespiti ve analizi
konusu kolon kanseri (zerinde c¢alisiimamis olup, bu proje ile hem kolonoskopi hem
histopatoloji gérintilerinden ayni polipin damarlanma analizleri ilk defa yapilacaktir. Fraz vd.
(2018) tarafindan yapilan bagka bir galismada, oral skuamdz hiicreli karsinom dokusundan
¢ikarilan goérintiler kullanilarak gergeklestirilmistir.

Histopatoloji goriintiileme ve gen/protein ekspresyonlari, biyolojik érneklerin farkli agilardan
analiz edilmesini saglayan iki temel arastirma teknigidir. Veriler ve elde edilen sonuglari g6z
onune alindiginda, genellikle ayri ayri kullanilirlar. Budinska vd. (2015), prognostik olarak ilgili
goruntileme 6zniteliklerinin segimine rehberlik etmek icin gen ekspresyonunun nasil dogrudan
kullanilabilecegi Uzerine ¢alisma yapmistir. Bu ¢alisma, meme kanseri veri seti Uzerinde
gerceklestiriimistir. Bu ¢calismada verilen bir biyobelirte¢ kesif senaryosunda, molekler veriler
(surekli degiskenler olarak kabul edilen genler veya proteinler ekspresyonu), patoloji bilgisinin
bir veya birkag kategorik degigkenle temsil edildigi bir modelde patoloji bilgisi ile
birlestirilebilecegi ifade edilmigstir (6rn. timdr derecesi vb.). Bu durumda, ham patoloji verileri —
H&E gorintilerde temsil edildigi gibi— uzman tarafindan niteliksel bir degiskene
donustirulebilmektedir (timér derecesi: "iyi farklilastiriimis”, "orta derecede farklilastiriimig" ve
"farklilasmamig"). Boyle bir yaklasim ile timoér derecesi, ESR1 gen ifadesi ve meme
kanserinde daha glglu bir prognostik model olusturmak igin bir genomik proliferasyon skoru
ile birlegtirilmigtir.

Histopatoloji goéruntilerini biyobelirte¢/prognostik belirte¢ tespiti is akisina dahil etmek,
potansiyel olarak yeni gorinti temelli belirteclerin tanimlanmasina ve mevcut genomik ve
proteomik belirteclerin iyilestiriimesine ve hatta degistiriimesine neden olabilir. Bununla birlikte,
genomik (ve klinik vb.) verilerle birlikte anlamli ve ayirt edici goriinti 6zniteliklerinin ¢ikariimasi,
goruntulerin karmasikligindan dolay! gergekten zordur (Colen vd., 2014). Popovici vd. (2016)

tarafindan yapilan bir calismada, meme kanserinde histopatoloji gérunti 6zniteliklerinin ve gen
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ekspresyonunun ortak analizi Gzerine calisiimistir. Goruntiler standart bir biyobelirteg kesif
uygulamasinda dogrudan kullanilan bir dizi belirgin desen ve uzamsal dagilimin ek dlgimlerine
indirgenmistir. Meme kanserinde prognostik biyobelirte¢g arayisinda, c¢esitli gorinti
Ozniteliklerinin ve multimodal (gérUntileme ve genomik) yaklasimlarin Gmit verici oldugu
gOsterilmistir.

Bu projede gorintilerden o6znitelikler ¢ikarip, kolon polipine spesifik olan proteinlerin
ekspresyon analiz sonuglari ile iligkilendirilmesi ve tespiti (zerine calisiimistir. Uzerinde
cahisilan proteinler literatirde yapilan ¢calismalar 1s1§ginda p53, ki-67, cd34, VEGF, BRAF, PD-
L1 olarak belirlenmistir (Eti ve Girses, 2016; Akyol, 2016; Das vd., 2017; Nikolouzakis vd.,
2018). Ornegin, p53 genlerinin mutasyonlarinin kanserdeki roli ve énemi yapilan birgok
calismada g0sterilmistir. Kanser vakalarinin %50’sinde mutasyona ugrayan tumaor baskilayici
gen TP53 tarafindan kodlanan p53 proteini en ¢ok calisiimis proteinlerden birisidir (Gezen ve
Erman, 2018). TP53 geni, tumdr proteini p53 adi verilen bir proteini yapmak igin genetik kod
barindirir. Bu protein bir timoér baskilayici olarak iglev gorur; hucrelerin buyumesini ve
¢ogalmasini kontrol altinda tutar (Robles and Harris, 2010). Bir diger protein ki-67, timor
icerisindeki prolifere hticreleri gosterebilen bir antikordur. Kolorektal ve mesane kanserinde
proliferasyon belirteci olarak kullanilir (Akyol, 2016). Vaskiler Endotelyal Blylime Faktori
(VEGF), vaskulogenezi ve anjiyogenezi uyaran hucreler tarafindan duretilen bir sinyal
proteinidir. Bu proteinin timor geligimi ve ilerlemesinde anahtar bir islevi oldugu gosterilmigtir
(Aktas ve Akbulut 2014; Zhao vd. 2017). Bunlarla beraber kanser genetiginde rol aldigi bilinen
bu proteinlerin gogus, akciger kanseri ile iligkisi Uzerine ¢alisiimistir (Bozkurtlar ve Kaya, 2018;
Santini ve Hellman, 2019; Yuan vd., 2019). Kolon poliplerinde etkisinin arastiriimasi Gzerine
yapilan bir calisma (Mostafa vd., 2016), literatiirde eksikligi hissedilen Programli Olim
Ligandi-1 (Programmed Death Ligand-1, PD-L1) proteinleri Uzerinedir. Bu c¢alismada
poliplerde PD-L1 ekspresyonunun nadiren bulundugu yénindedir.

Makine 6grenimi ve derin 6grenme algoritmalarinin gelisimi, tibbi gérintl analizi igin bilgisayar
destekli tani sistemleri arastirmalarina biyutk ilgi getirmistir. Derin 6grenme ve makine
o6grenmesi algoritmalari kolon adenokarsinomu siniflandirmasi, kolon polip siniflandirmasi ve
kolon bezi siniflandirmasi ile histopatolojik gortntilerden kolorektal kanserin bireysel tanisi
Uizerinde de kullaniimigtir.

Derin CNN algoritmalari, bir veriyi ylksek hassasiyetle 6grenmek igin blyuk bir kapasiteye
sahiptir. Ancak bu hassasiyet, modeli gériilmemis veriler i¢cin de genelleme yapmaya zorlar.
Ayrica, egitim ve test verilerinde bir alan kaymasi varsa, modelin gercek dinya senaryolari igin
saglam ve guvenilir olmasi beklenmektedir. Etki alani kaydirma sorunu, farkli slaytlar arasinda
yaygin olarak kargilagilan bir sorundur. Bu farklilik, farklh boyama protokollerinin, slayt

hazirlamanin veya tip merkezinin vb. bir sonucu olabilir (Stacke vd., 2021). Bu sorunu ¢ézmek
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icin arastirmacilar tarafindan farkli boya normalizasyon teknikleri énerilmistir. Literatiirde bazi
boya normalizasyon teknikleri yaygin olarak kullaniimaktadir. Bunlar; Vahandane, Macenko,
Reinhard, Stain-GAN, Stain-Net olarak siralanabilir. Vahandane, Macenko ve Reinhard
yontemleri daha geleneksel teknikler iken, Stain-GAN ve Stain-Net modelleri Generative
Adversarial Network (GAN) yapilarina dayalidir (Kang vd., 2021; Macenko vd., 2009; Reinhard
vd., 2001; Shaban vd., 2019; Vahadane vd., 2016) (Kang vd., 2021; Macenko vd., ; Reinhard
vd., 2001; Shaban vd., ); Vahadane vd., 2016)Proje kapsaminda Uzerinde yogdunlasilan bir
derin 6grenme yaklagimi transformatorlerdir. Bu mimariler ilk olarak “Attention is all you need”
makalesinde dogal dil islemesi (NLP) alaninda énerilmistir. Bu alandaki geleneksel yaklagimlar
(6rnegin, RNN'ler ve LSTM'ler), herhangi bir tahmin hesaplanirken bir cimle i¢indeki yakin
kelimelerin bilgilerini dikkate almaktadir. Ancak, mevcut durum (girdi) 6nceki tim girdilerin
hesaplanmasini gerektirdiginden, sure¢ siralidir ve bu nedenle oldukga yavastir.
Transformatoérler, nihai tahmini hesaplamak igin, bir anlamda esasen vektorlestiriimis
kelimelerin birbirleriyle korelasyonu olan bir dikkat semasini kullanmaktadir. Bir kelimenin diger
kelimelerle korelasyonu diger kelimelerin korelasyonundan bagdimsiz oldugundan, eszamanli
hesaplama mimkin olmaktadir ve bu nedenle derin agdlari bu durumda hesaplama agisindan
¢cok daha makul hale getirmektedir. TUm kelimeler ve korelasyonlar géz éniune alindiginda,
sonuglar aslinda geleneksel tekrarlayan yaklasimlardan dnemli 6iglide daha iyi bir performans
gOstermektedir. Ayrica, transformatdr, dikkat mekanizmalarini paralel olarak birden ¢ok kez
calistiran ve ayrilmis vektorleri nihai ¢iktida birlestiren ¢ok bash dikkat dikkat mekanizmasini
da icermektedir.

Transformatorlerin dil islemeye getirdigi basariyla su soru ortaya cikmistir: Transformator
teknigi dogal dil islemeden, bilgisayarli gorii alanina nasil kaydirilabilir? Bunun igin “Vision
Transformers” makalesi, goruntu transformatorleri icin en basit yontemi saglamigtir. Gorunti
transformatori mimarisinde, girdi goruntiler yamalara bolindr ve daha sonra bu yamalar
kullanarak gdémmelere (embedding) donustarilir. Bu gémmelere ek olarak pozisyon bilgisi de
eklenilir. Ardindan embedding vektorlerinin arasindaki dikkat skorlarini bulmak igin, gémmeler
transformatorlerin kodlayici agina gonderilir. Kodlayicinin ¢iktisi ise son kararin verilmesi icin
cok katmanh algilayici gibi bir siniflandiriciya girdi olarak verilir. Son teknoloji modellerinin
farkh kiyaslama veri setlerindeki performanslarini paperwithcode.com web sitesinde bulunan
karsilastirma tablosuna bakilarak incelenmistir. Buna gére, giinimuizde arastirmacilar goérinti
siniflandirma gdrevleri icin Gorintld Transformatort (Vision Transformers-ViT) kullanmaktadir.
ViT, goruntd siniflandirma, goéranti bolitleme vb. gibi bilgisayarli géri goérevlerinde
uzmanlasmis bir transformator mimarisidir. ViT makalesine gdre (Dosovitskiy vd., 2020) egitim
setindeki 6rnek sayisi azaldikga modelin performansi dismektedir. CCT, ViT'nin sinirh veri

sorununun Uustesinden gelmek igin olusturulmustur. Gorintiler igin transformatdér tabanl
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mimari, normalden daha buyUk bir veri kimesinin yani sira daha uzun bir 6n egitim programi
gerektirir. Bunun temel nedeni, CNN'lerin aksine, ViT'lerin (veya tipik bir transformatér tabanli
mimarinin) iyi bilgilendirilmis enduktif Onyargilara (goruntuleri islemede kullanilan
konvolusyonlara) sahip olmamasidir. Bu nedenle, bu modelde arastirmacilar, konvolisyonun
faydalarini ve transformatorlerin faydalarini tek bir ag mimarisinde birlestirmislerdir. Bu
faydalar, parametre verimliligi ve uzun vadeli ve kiresel bagimhliklari (bir gorintideki farkh
bdlgeler arasindaki etkilesimler) islemek icin kendi kendine dikkati (self attention) icerir.
Geligtirdigimiz histopatoloji veri seti kullanilarak yeni bir derin 6grenme yontemi onerilmistir. Bu
yeni yontem, yakin zamanda Onerilen ConvNeXt mimarisi varyantlarini toplu 6grenme
(ensemble learning) yontemini kullanarak adenomatéz polipleri diger dokulardan ayirt
etmektedir. Onerilen ydntem literatiirde sikga kullanilan temel derin CNN yéntemleri ile
kapsamli bir sekilde karsilastirilmistir. Toplu 6grenme, siniflandirma performansini artirmak
icin ¢esitli siniflandiricilari birlestiren bir tekniktir. Farkh siniflandiricilar farkli bilgileri
yakalayabilmekte ve bu nedenle topluluk siniflandiricilari  daha iyi dogrulukla
sonuglanabilmektedir. Ayrica, toplu 6grenme yontemleri, farkli tibbi géruntd siniflandirma
gorevlerinde yaygin olarak kullaniimaktadir (Das vd., 2021; Kumar vd., 2017). Kumar vd.
(2017) farkh CNN siniflandiricilarinin  semantik goérinti temsilinin  cesitli  seviyelerini
o6grenebilecegini 6ne sirmusgtar.

ConvNeXt mimarisi yakin zamanda Liu vd. (2022) tarafindan dnerilmigtir. Bu mimari, gorunti
donustarucilerinin (Vision Transformers, ViTs) performansiyla rekabet edebilmek i¢in hem
dikkat tabanli siniflandiricilarin hem de geleneksel ResNet mimarilerinin avantajlarini
kullanmaktadir. ConvNeXt mimarisi, genis alici alan tarafindan (large receptive field) kiresel
bagimhliklari yakalamak i¢in motive edilmistir ve ana yapi tasi olarak buyUk c¢ekirdekli
evrisimleri kullanmaktadir (Yang vd., 2022). Ayrica, ConvNeXt, ImageNet-1K siniflandirmasi
icin ‘Swin Transformers’dan daha iyi performans gosterebilen saf bir CNN mimarisidir (Liu vd.,
2022). ConvNeXt mimarisini Onermek ic¢in, calismalarinda Liu vd. (2022) Swin
Transformerlerinin 6zinl kademeli olarak aga dahil ederek ResNet mimarisini modernize
etmigtir.

Diger bir yaklagim olan toplu 6grenme, siniflandirma performansini artirmak igin gesitli
siniflandiricilari birlestiren bir tekniktir. Farkh siniflandiricilar farkl bilgileri yakalayabilmekte ve
bu nedenle topluluk siniflandiricilari daha iyi dogrulukla sonuglanabilmektedir. Ayrica, toplu
ogrenme yontemleri, farkli tibbi goérinti siniflandirma goérevlerinde yaygin olarak
kullaniimaktadir (Das vd., 2021; Kumar vs., 2017). Kumar vd. (2017) farkh CNN
siniflandiricilarinin  semantik goérintli temsilinin gesitli seviyelerini 6Jrenebilecegini one

strmastdr.
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Proje kapsaminda patoloji goruntuleri Gzerinde uyguladigimiz ve son donemde tibbi goérintu
siniflandirma goérevlerinde yayginlasmaya baslayan bir derin 6grenme yaklasimi olan
karsilagtirmali 6grenme (Contrastive Learning, CLR) yontemleri kullaniimigtir (Xu vd., 2019).
g6gus réntgeni géruntilerinde plevral eflizyonu siniflandirmak icin kendi kendine denetimli
kontrastli (Self-Supervised Contrastive Learning) 6n egitim uygulamistir (Vu vd., 2021). Ayrica,
Chen vd. (2020) karsilastirmali 6grenme ile halka acik veri kimeleri tzerinde egitilmis bir
kodlayici (encoder) kullanarak gogus rontgeni goruntileri Gzerinde COVID-19 siniflandirmasi
gerceklestirmistir (Chen vd., 2020). Zhang vd. (2020) karsilastirmali kayip (Contrastive Loss)
(Zhang vd., 2020) kullanilarak eslestiriimis bir metin verisi ile dnceden egitilmis tibbi gorinti
kodlayicilarini birlestirmigtir. Tian vd. (2021) tibbi géruntilerden anormallikleri tespit etmek icin
bir Kisith Kontrast Dagilim Ogrenme (Constrained Contrastive Distribution Learning)
metodolojisi 6nermistir (Tian vd., 2021). Azizi vd. (2019) ayni gorintindn birden farkl 6érnegi
ile SIMCLR kullanan bir yaklagim kullanistir (Azizi vd., 2019). Ayrica, Azizi vd. (2019) dnerilen
SimCLR yontemini Buyuk Transfer (BiT) gibi farkli temel modellerle gesitli tibbi gorunti veri
kimeleri kullanarak karsilastirmigtir. Stacke vd. (2021) alan 6n egitimi (in domain pre-training)
ve Image-Net 6n egitimi kullanarak histoloji goéruntuleri Gzerindeki karsilagstirmali 6grenme
(Contrastive Learning) yaklasimlarinin performansini incelemistir (Stacke vd., 2021).

Azizi vd. (2021) mamografi, gdgus rontgeni ve dermatoloji goruntileri igin tibbi goruntu
siniflandirmasi i¢in geleneksel ResNet mimarilerinin yani sira BiT'yi temel siniflandirici olarak
kullanmistir (Azizi vd., 2021). Calismalarinda, Galdran vd. (2021) dengesiz tibbi gdérintd
siniflandirma goérevlerinde siniflandirma performansini iyilestirmek icin BiT kullanan bir
metodoloji 6nermistir (Galdran vd., 2021). Son zamanlarda Lu vd. (2022) BiT'yi SimSiam ile
uyumlu hale getirmistir ve cilt kanseri siniflandirma goérevinde siniflandirma performansini
iyilestirdigini gézlemlemigstir (Lu vd., 2022). Shi vd. (2022) Eozinofilik 6zofajitin histopatoloji
gérantilerinin - siniflandirmasinda  BiT  kullanildiginda  siniflandiricinin - performansinin
iyilestigini gozlemlemistir (Shi vd., 2022). Azizi vd. (2021) omurga kodlayici (backbone
encoder) olarak BiT kullanarak tibbi goérintilerin siniflandiriimasi igin temsili 6grenme
stratejisini sunmustur (Azizi vd., 2021).

Denetimli karsilastirmali 6grenme (Sup-Con), tamamen denetimli 6grenme ile kendi kendine
denetimli 8grenme arasindaki boslugu doldurmaktadir. Ayrica, bu yontem denetimli ortamda
karsilastirmali 6grenmenin uygulanmasina izin verir. Temsilleri 6grenmek igin, karsilastirmali
o6grenmeyi kullanan bir model tipik olarak pozitif drnekler arasindaki mesafeyi en aza indirmeye
calisirken, negatif érnekler arasindaki mesafeyi en Ust diizeye ¢ikarmaya calismaktadir. Bu
yontem, ornekleri karsilastirarak verilerin ortak ozelliklerini dgrendiginden, insanlarin algilama
bicimini taklit etmektedir. Ayrica, bu modelin kayip iglevi, zor negatiflerin ve kesin pozitiflerin

ogrenilmesini arttirmaktadir (Khosla vd., 2020).
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Denetimsiz bir ortamda, pozitif érnekler artiriimis gorintilerden Uretilir ve negatif érnekler,
egitim mini toplu isindeki diger érneklerden secilmektedir. Khosla vd. (2020)'ye gore, bu
rastgele Ornekleme, yanlis negatifler nedeniyle temsil kalitesinde bir bozulmaya sebep
olmaktadir. Ote yandan Sup-Con, pozitif ve negatif numune segim siirecini basitlestirerek
etiketli verileri kullanmaktadir.

Literatlrde, tibbi gériintl analizi gorevi igin 6z denetimli karsilastirmali 6grenme modeller farkh
amaglarla kullaniimaktadir. Tellez vd. (2019), tim slayt gértntulerinden ¢ikarilan yamalardan
gosterimleri 6grenmek icin farkli buayutmeleri (augmentation) kullanarak kendi kendini
denetleyen karsilagtirmali 6grenme yapmistir (Tellez vd., 2019). Azizi vd. (2021) ayni
gorantindn birden ¢ok drnegdiyle SImCLR kullanan bir yaklagim kullanmistir (Azizi vd., 2021).
Ayrica, Azizi vd. (2021) SimCLR yonteminin performansini c¢esitli tibbi gérintl veri
kiimelerinde Blyuk Transfer (BiT) gibi farkli temel modelleri kullanarak kargilagstirmistir. Stacke
vd. (2021) alan 6n egitimi ve Image-Net 6n egitimi kullanarak histoloji géruntuleri Gzerindeki
karsilastirmali 6grenme yaklasimlarinin performansini incelemistir (Stacke vd., 2021). Ciga
vd. (2022) kendi kendini denetleyen karsilastirmali 6grenme igin farkli organlara ait

histopatoloji géruntulerini kullanmigtir (Ciga vd., 2022).

3. GEREGC VE YONTEM

3.1 Veri Setinin Elde Edilmesi

Proje kapsaminda yuritilen calismalar ¢ basamakta gerceklestiriimistir. Bu calismadaki
basamaklari 6zetlemek Uzere Sekil 2 hazirlanmistir. Her basamak ayri bir renk koduyla

isaretlenmistir.
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1.Basamak Hastalar
2.Basamak
3.Basamak
Kolonoskopi
Hasta raporu . Polip ve polip Patoloji
1 yani doku ornegi
Cinei Kolonoskopi gorintileri \
.slan:'yet ve videolardan gikarilan
*Sikayet gOIDIECE Hasta lmmﬁnohistqkimyasal
*Tani Mikroskop goriintileri I raporu analiz
“Cihaz (polip ve yani doku) +Kilinik bulgu PD-L1 | Q@ @
“Biyopsi ) ———— *Cihaz - 3 2
:Eo:!p | [ Kolonoskopi géruntileri o - *Makroskopi BRAF € 5
olip yani (normal) siniflandrima ( Mikroskop gérantdleri | *Doku capi 53
= Bulgular | alismalari | *Doku adedi 53 o<
«Nereye kadar gikildi gang ) siniflandrima  Doku rengi p 25
*Polipin yeri ¢ ! galismalari J +Dokunun yeri VEGF 3 &
-Pol!pm capi +«Mikroskopi a2
«Polip ne ile alindi? Siniflandirma « &zel boyamalar ki-67 | 23
4 ¥ v N *Tam I cd34
Normal Neoplastik Non-neoplastik Malign 1 + Hiperplastik polip
< 4 ‘ *inflamatuvar v )
doku | polip polip lezyon « Hamartomatéz i
v *Hiperplastik polip *High grade displazi/ « Tiibiiler adenom
Adenomatdz | +jnflamatuvar ‘Insitu karsinom/ «Tiibiilovilléz adenom
polip | *Hamartomatéz  “invaziv karsinom «Villéz adenom
*Tubuler adenom «Malign lezyon
*Tubulovilléz adenom + Normal doku

*Villbz adenom f ,

v )" T

T
v Kolonoskopi ve histopatoloji gérintilerinden patoloji sonucuna goére polip tiplerini ayirt etme.
v IHK raporu sonucunda elde edilen antijen-antikor baglanma oranlarini gériintiilerden tespit etme ve iligkilendirme.
v lstatistiksel yéntemlerle karsilagtirma, yorumlama ve anlamlandirma.

Sekil 2. Calisma plani akis semasi.
Hastalar/Denekler (Gonulluler)

Calismaya Kayseri Sehir Hastanesi (KSH) Gastroenteroloji Klinigi'ne basvuran ve muayene
esnhasinda ilk defa polip tanisi konulan 19-89 yas arasinda toplam 200 hastadan alinmasi
planlanmistir. Bu hedef ayni yas araliginda ve yas ortalamasi 62 olan 123 erkek ve 82 kadin
hasta olmak Uzere toplam 205 hasta veri tabanina kaydedilerek tamamlanmistir. Bu ¢alismaya
dair hem KSH Tipta Uzmanlik Egitim Kurulu hem de Erciyes Universitesi Klinik Arastirmalar
Etik Kurul izni alinmistir. izin alindiktan sonra KSH'de kriterlere uygun hastalardan veriler
toplanmaya baslanmistir. Bu slrecgte arastirmaci olarak gérev alan gastroenteroloji uzmani
Dog. Dr. Serkan Dogan gorev almistir.

Hastalarin galismaya dahil edilme kriterleri; 19-89 yas arasinda olmak, klinik olarak normal
olmak, laboratuvar testlerinin normal olmasi, endoskopik olarak kolonda polip olmasi, gonullt
olur formunu onaylamak olarak siralanabilir. Diglanma kriteri olarak da 19 yasin altinda ve 89
yasin ustiinde olmak, klinik olarak aktivasyon varligi (kanli ishal varligi), gebelik, ciddi orta-ileri
derecede sistemik hastaliklarin varligi (kronik bdbrek ve kalp yetmezligi) ve gonulli olur
formunu onaylamamak seklinde belirlenmistir. Patoloji raporlarina goére 4 hastadan biyopsi
alinmadigi tespit edilmis ve polip 6rnegi alinan toplam hasta sayimiz 201 olarak kaydedilmistir.
201 hastadan polip, kanser ve normal doku olmak tzere 400 biyopsi érne@i de her hastaya
6zgl olacak sekilde veri tabanina kaydedilmistir. 201 hastanin kolonoskopi videolari
hastaneden alinmis ve proje kapsaminda kullanilabilecek videolar segilmistir. Bazi videolar

polip icermemesi, kolonoskopi cihazinin skopundan kaynakh goériintl kalitesinde disukluga,
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doku rezekte edildikten sonra video ¢cekiminin baslamasi ve o bdlgedeki kanamanin goérintide
yer almasi, birden fazla polipi olan hastalarda videodan hangi polipin hangi tire sahip
oldugunun anlasilamamasi ve dolayisiyla siniflandirma igin etiketlenememesi gibi
olumsuzluklardan dolayi gikariimistir. Kalan 167 hastadan alinan kolonoskopi videolarinda yer
alan polipler gozle tespit edilip, patoloji raporuna gore tek tek etiketlenmistir. Etiketlenen
videolara gerceve (frame) ¢cikarma islemi uygulanmis ve bu islem sirasinda 6zellikle video
icerisinde polip iceren ve gurultd icermeyen cergevelerin secilmesi igin cercevelerin lokal
maksimum degerlerini baz alacak sekilde “key-frame extraction” algoritmasi yari otomatik bir
sekilde uygulanmis ve toplam 1412 adet cerceve elde edilmistir. Bu ¢ercevelerdeki poliplere

ait klinik bilgiler agagidaki sekillerde (Sekil 3-6) gosterilmektedir.

600
800
500
700

600 400
500 300
400
300

200 100

200

100

neoplastic
nonneoplastic
carcinom

tubular
hyperplastic
tubulovillous
villous
inflamatuar
serrated
kronikilt
carcinom
hamartomatosis

Sekil 3. Neoplastik, nonneoplastik ve karsinom grubuna ve bunlarin alt gruplarina ait

kolonoskopi gercevesi sayilari.

400
350
300
250
200
150
100

50

0

sigmoid
descending
rectum
ascending
transverse
colon

rektum
rectosigmoid
cecum
anastomosis

Sekil 4. Tespit edilen poliplerin kolondaki anatomik yerlerine dair dagilim bilgileri.
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Sekil 5. Veri setinden polip iceren gercevelere drnekler.

COLONOSCOPY
ID patient polyp
1 patientl polypl
patientl polyp2
patientl polyp3
2 patient2 polypl
patient2 polyp2
3 patient3 polypl
4 patient4 polypl
5 patient5 polypl
patient5 polyp2
patient5 polyp3
patient5 polyp4
patient5 polyp5
6 patient6 polypl
7 patient7 polypl

Gender location

M

=

=

descending
descending
descending
ascending
descending
ascending
sigmoid
ascending
ascending
descending
sigmoid
sigmoid
descending
descending

PATOLOGY
type
nonneoplastic
nonneoplastic
nonneoplastic
nonneoplastic
neoplastic
nonneoplastic
nonneoplastic
nonneoplastic
nonneoplastic
nonneoplastic
neoplastic
neoplastic
neoplastic
neoplastic

subtype
hyperplastic
hyperplastic
hyperplastic
hyperplastic
villous
nonspesifik
hyperplastic
nonspesifik
nonspesifik
hyperplastic
tubular
tubular
tubular
tubular

IHC
Ki67
50
40
50
50
60
10
30
15
10
5
30
50
60
30

braf

negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif

PDL epitel PDLlenfosiT vegf cd34 cd34 skor P53

negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
negatif
zayif

negatif
negatif
negatif

negatif
negatif
negatif
zayif
zayif
negatif
zayif
negatif
negatif
zayif
zayif
zayif
negatif
zayif

20
30
50
40
70
40
75

0

0
20
50
40
50
30

47
39
50
63
57
70
50
55
34
45
44
40
86
49

2

N W N NNEPERNNDWNWWN

Sekil 6. Kolonoskopi videosu alinan hastalarin bilgilerinin kaydedildigi veri setinden ornek.

15
10
20
5
25
2
25
5
5
3
15
15
25
15

Bu proje kapsaminda kolonoskopi esnasinda toplanan biyopsi 6rnekleri tzerinde patoloji

boliminde mikroskop goruntileme gergeklestirilmistir. Bu gorintiler her bir polip ve normal

doku igin 5 farkli buyutme oranina (x2,5, x5, x10, x20 ve x40) sahiptir. Goruntuleri etiketleme

calismasinda uzman patolog Dr. Ebru Akay gorev almistir. Polipler, histopatolojik tirlerine gére
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hiperplastik ve adenomatdz polipler olarak iki ana gruba ayrilmistir. Polipi olusturan hticrelerin
dizilimine/mimarisine gére adenomatdz polipler tlbdler, tibulovilloz ve villoz adenom olarak ti¢
gruba/alt tipe ayrilmistir. Bir kolon polipine adenomatdz polip tanisi konuldugunda en az disik
dereceli (low grade) displazi igerdigi kabul edilir. Epitel hicrelerindeki nikleer atipi,
nikleuslarin yerlesim yeri, mitoz orani ve nikleus sekillerine gore ise displazinin derecesi
artirilarak yiksek dereceli (high grade) displazi tanisi konulur. Karsinom odagi iceren polipler
yuksek dereceli displazinin bir ileri safhasi olup intramukozal karsinom anlamina gelmektedir.
Bu asamadan itibaren polip dislik de olsa metastaz kapasitesine sahiptir. Normal doku ise
kolonoskopi muayenesi sirasinda polip yanindan alinan normal (kontrol grubu) dokudan
olugsmaktadir. Hasta grubu olarak kolon polipi doku érnedi ve kontrol grubu olarak da ayni
hastanin polip dokusunun yanindan alinan normal kolon dokusu kullaniimistir. Sekil 7’de
gorulen resim bir hastada yer alan kolon polipini gostermektedir. Ayni sekilde mikroskop
altinda alinan polipli doku géruntiisti hasta grubu olarak, polip yani normal kolon dokusunun
mikroskobik goriintiisii kontrol érnegi olarak kullaniimistir. Yapilan immunohistokimyasal (IHK)

¢alismalarda da ayni iki grup, hasta ve kontrol grubu olarak kullaniimistir.

Polip dokusu érnegi

‘; - | B f Kontrol dokusu érnegi
Sekil 7. Polip ve polip yani kontrol dokusu.

Kolonoskopi Video ve Gaéruntilerinin Elde Edilmesi

Bu iglem icin Kayseri $ehir Hastanesi (KSH) Gastroenteroloji Klinigi'nde bulunan Fujinon
marka VP-3500HD islemcisi ve 300 W Xenon lambali XL-4450 1sik kaynadi olan yiiksek
¢O6zunurlUklt (high definiton, HD) kolonoskopi sistemi kullaniimistir. Bu sistemin video
¢OzUunarliga 1920x1080 pikseldir. Bu asamada arastirmacilarimizdan Dog. Dr. Serkan Dogan
gorev almistir. Kolonoskopi islemi esnasinda hekimin gdrsel analizi ile belirleyecegi polipten
goOrantller ve videolar kayit alina alinmistir. Ayrica, polipli bdlgeden ve karsilastirmak igin polip
yani normal kolon mukozasindan biyopsi 6rnedi alinmistir. Yukarida goérinti ve video

sayllarina dair durum paylasiimistir.

Histopatoloji Gorluntilerinin Elde Edilmesi

Histopatolojik analizler kapsaminda Kayseri Sehir Hastanesi (KSH) Patoloji Klinigi'nde rutin
olarak yapilan hemotoksilen-eozin (H&E) boyamanin yani sira immunohistokimyasal analizler
yapilmistir. %10’luk formol soliisyonunda fikse edilen biyolojik 6érnekler parafinle bloklanarak

mikroskobik kesitler elde edilmistir. H&E ile boyanan kesitler epitelyal hucre kaybi, kript absesi,
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goblet hiucre hasari ve inflamatuar hicre infiltrasyonu acgisindan 1sik mikroskobisi ile
degerlendirilmistir. Preparatlar Nikon Eclipse NI isik mikroskobu ile incelenmis Nikon DS-Fi2
ile fotograflanmigtir. immunohistokimyasal analizler igin Ventana Benchmark XT
immunohistokimya cihazi (Arizona, USA) kullaniimistir. Bu suregte uzman patolog Dr. Ebru
Akay gorev almistir. Alinan érnekler standart histopatolojik analize tabi tutularak incelenmis,
farkh buyitme (x2,5, x5, x10, x20 ve x40) seviyelerinde histopatolojik gortntiler elde edilmigtir.
KSH Patoloji Klinigi'nden bir hastanin sigmoid kolonundan alinmis olan tubiler adenom
(neoplastik) polip sinifindan bir polip dokusu drneg@i ve ayni polipin yanindan alinan normal
kolon dokusu 6rneginin farklh buyutmelerde elde edilen goruntuleri Sekil 8'de gorulmektedir.
Tlbuller adenom polip sinifina (yani kansere dénltisme riski tasiyan bir polip sinifina) ait polip
dokusu ve normal kolon dokusu arasindaki farkliliklar da goézle goérulir bir sekilde belli
olmaktadir. Ayrica, nonneoplastik bir dokudan farkli biyltme seviyelerinde alinmis mikroskop

goruntuleri Sekil 9'da gorilmektedir.

Sekil 8. Sirasiyla tubuler adenom polip ve ayni polipin yanindan alinan normal doku érnegine
ait farkh blyttmelerde elde edilen histopatoloji gérintileri.
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Sekil 9. Nonneoplastik bir dokudan sirasiyla sol Ust x2,5, sag Ust x5, sol alt x10, orta alt x20
ve sag alt x40 buyttme seviyelerinde alinmis mikroskop gérintileri.

Veri Toplama ve Veri Tabani Olusturma

islem esnasinda alinan videolar/gdriintiiler, kolonoskopi raporlari, histopatoloji gériintiileri ve
patoloji raporlari hem harici bir diskte hem de tim arastirma grubunun
kullanacagi/ulasabilecegi bulutta saklanmistir. Hastanin kimlik bilgileri gizlenecek sekilde
cinsiyet, yas, tani detaylari, patoloji sonucu, kolonoskopi géruntulerinin dosya isimleri bilgiler
hazirladigimiz veri tabanina kaydedilmistir. Takip eden tim analizler bu veri tabani kullanilarak
organize edilmigtir. ilk olarak alinan video kayitlarindan gérintiler gikarilmig, kullanilimaya
uygun olan ve olmayan olarak ayriimis ve kullaniimaya uygun olanlar polip tiplerine, alt tiplerine
ve IHK raporu sonucunda elde edilen antijen-antikor baglanma oranlarina gére etiketlenmistir.
Projenin birinci ve ikinci basamaklarinin birlestigi kisim elde edilen gorintilerin islenmesi ve
yapay zeké destekli 6grenme sistemini olusturma kismidir. Bu asamada toplanan histolojik
goruntiler ve kolonoskopi videolarindan elde edilen goéruntiler Uzerinde, hastalarin klinik
seyrini 6ngdrmede etkili bir arag olan makine 6grenmesi ve derin 6grenme yaklasimlari

arastiniimistir.
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3.2 Kolonoskopi Gériintiileri Uzerinde Gerceklestirilen Makine Ogrenmesi Calismalari

Tum hastalardan elde edilen 1412 adet kolonoskopi cercevesi yerine Klinik olarak ayirt
edilmesi anlamli olan iki alt tipe odaklaniimistir. Bu alt tipler nonneoplastik grubuna ait olan
hiperplastik polipler ve neoplastik grubuna ait olan tiibiler adenom poliplerdir. Géruinti kalitesi
yuksek ve daha net olan poliplerden birer ¢cerceve secilerek toplam 59 hasta tizerinden 6zellik
cikarma, azaltma ve siniflandirma islemleri yapilmistir. ilk olarak segcilen gériintilere dnisleme
asamasinda kontrast iyilestirme icin dehazing algoritmasi uygulanmigtir. Kolonoskopi
gorantilerinden polipin tipini siniflandirma agsamasinda, gorintilerdeki polipe farkli odaklanma
durumlarinin siniflandirma basarisina etkisi arastiriimistir. Bu amacla her bir polip i¢in dort
farkh veri seti hazirlanmistir. Birinci veri seti herhangi bir islem uygulanmamis orijinal
kolonoskopi goriintiistdiir. ikinci veri seti ise herhangi bir normal kolon mukozasi olmadan
olabildigince polipe odaklanmis sekilde kirpiimis polip gériintiileridir. Uglincii veri seti kirpiimig
her polipin boyutuna gére %40 oraninda normal kolon mukozasi eklenmis halidir, yani standart
sekilde mukoza eklenmigtir. Dérdincl veri seti ise bu U¢ veri setinden elde edilen gorintilerde
polipin yerinin manuel olarak ¢izilmesi ile ground truth elde edildigi halidir. Bu son veri seti,

poliplerin sekil 6zniteliklerini ¢gikarmak icin elde edilmistir (Sekil 10).

Veri seti 4 ik ig veri setinin her biri igin olusturulan temel gercek goriintiiler

D) |le -
l D B 0O D
FO no B0

Sekil 10. Sekil 6zniteliklerinin (regionprops) ¢ikariimasi icin manuel olarak olusturulan ground
truth veri seti.

Oznitelik gikarma igsleminde 8 farkl yontem uygulanmistir. Tablo 1'de 6zniteliklerin ait oldugu
kategori ve elde edilen dznitelik sayisi ifade edilmistir. Bu yéntemler sirasiyla Kenar/i¢ Piksel
Siniflandirmasi  (Border/Interior Pixel Classification, BIC) 128 06znitelik, Esik Komsuluk
istatistikleri (Threshold Adjacency Statistics, TAS) 162 dznitelik, Yerel ikili Model (Local Binary
Part, LBP) 352 6znitelik, *Birinci Derece Olgiiler (First Order Measures, FOM) 8 6znitelik gri
seviyedeki goruntiden, 24 6znitelik RGB renk uzayindan olmak Uzere toplam 32 6znitelik,

Zernike 72 Oznitelik, **Haralick 13 6znitelik, Yerel Renk Histogrami (Global Color Histogram,
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GCH) 30 6znitelik, **Regionprops 12 6znitelik olmak lzere toplam 801 adet dznitelik her

cergeve igin gikariimistir.

Tablo 1. Cikarilan 6zniteliklere ait yontem, kategori ve 6znitelik sayisi.

Yontem Kategori Oznitelik#
BIC Renk 128
GCH Renk 30
Regionprops Sekil 12
Zernike Sekil 72
FOM Doku 32
Haralick Doku 13
TAS Doku 162
LBP Doku 352

*Birinci Derece Olgiiler: 1 - Ortalama | 2 - Mod | 3 - Varyasyon | 4 - Standart sapma | 5 -

Dagilma | 6 - Nufus érneklem standart sapmasi | 7 - Enerji | 8 - Entropi

**Haralick Olgliler: Agisal Saniye Moment | Kontrast | korelasyon | Kareler Toplami: Varyans |
Ters Fark Momenti | Toplam Ortalama | Toplam Varyans | Toplam Entropi | entropi | Fark
Varyansi | Fark Entropisi | Korelasyonun Bilgi Olgiisii 1 | Korelasyonun Bilgi Olgiisii 2
***Regionprops Sekil Olclimleri: Alan, Euler Sayisi, Kiigik Eksen Uzunlugu, Kapsam,
Yoénlendirme, Cevre, Digblkey Alan, Dolu Alan, Katilik, Dairesellik, Dis Merkezlilik, Esdeger
Cap, Ana Eksen Uzunlugu

Regionprops sekil 6zellikleri sadece veri seti 4'ten yani ground truth gorintilerinden elde
edilmistir. Diger 6zellikler g veri setinin 6nisleme uygulanmadan 6nceki ve sonraki hallerine
uygulanmis ve hepsi siniflandiriimistir. Siniflandirma islemi icin Logistic Regression, Random
Forest, naive Bayes, Decision Tree, k-NN, SVM siniflandiricilari ayri ayri ve hard voting

ensemble yontemi kullanilarak sonuglar elde edilmigtir.

Kolonoskopi Goriintillerinden Elde Edilen Ozniteliklerin Hiperplastik ve Tibiler
Gruplari Ayirt Etmedeki Performansi

Klinik calismalarda, g¢esitli teshis yontemlerinden ve laboratuvar testlerinin sonuglarindan
yararlanilarak hasta ve saglikl bireylerin ayriminin yapilmasi amaclanir. Bu durumda bir testin,
hasta bireyleri sagliklilardan ne kadar dogrulukla ayirt edebildiginin bilinmesi ¢cok énemlidir.
Tibbi karar verme sirecinde, testin ayirt ediciligini belirlemek amaciyla kullanilan yéntemlerden
biri de ROC (Receiver Operating Characteristic, alici islem karakteristikleri) analizi yontemidir.
Bu rapor déneminde kolonoskopi gorintilerinden elde edilen 6zniteliklerin hiperplastik ve
tibdler gruplari ayirt etme siirecinde nasil bir performans gosterebildigi arastiriimigtir. Oznitelik

cikarma isleminden sonra elde edilen 6zniteliklerden en ylksek basari gosteren veri setine
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ROC analizi yontemi uygulanmistir. Bu veri seti orijinal gortintilere 6n isleme uygulanmis veri
seti olmakla beraber, en iyi sonu¢ veren ybntem de LBP O&znitelikleri olmustur. LBP
Ozniteliklerinin icinden, hiperplastik ve tibuler gruplarini ayirt etmede en gugcli iliskiye sahip
olan en iyi 10 6zniteligi secip bu 6zniteliklerin biyobelirte¢ olma potansiyeli arastiriimistir. En

iyi 10 6zniteligi segcmek igin ki-kare istatistiksel testi kullaniimistir.

Derin Ogrenme Yaklasimlari ile Gériintii Siniflandiriimasi

Derin 6grenme yaklasimi girdi olarak goruntuleri almasi ve amaca uygun onceden egitiimis
modeller Gzerinde testler yapilmasi ile baslar. Makine 6grenmesinde goruntilerden 6znitelikler
cikarmak ve bu 6znitelikleri kullanarak modeli egitme islemi genellikle yapilmaktadir. Ayrica,
¢cok ylksek piksel sayisinda olmamak sartiyla goériintileri dogrudan kullanarak da makine
o6grenmesi yaklasimlariyla model egitmek mimkinddr. Derin 6grenme yaklasiminda model
egitme islemi yerel filtreler, ara basamaklar ve ¢cok katmanli yapay sinir aglar kullanilarak
yapilmaktadir. Ozellikle derin 6grenme algoritmalarinda veri seti ne kadar blyiik ve gesitli
olursa ayni oranda 6grenme de basarili olacaktir. Veri setinin yeterli olmadigi durumlarda veri
artirma/guglendirme yontemleri kullanilabilir. Boylece ayni gorintuden farkh agilarda, farkli
renk tonlarinda ve farkli gurultilerde veriler elde edilebilir. Aslinda bu islemler sirasindaki temel
amag, problemimizin gergcek dinyadaki 6rneklerin cesitliligine ne kadar yakin oldugudur.
Orijinal kolonoskopi gorunti seti (kolonoskopi veri seti 1) ve kirpilmis polip (kolonoskopi veri
seti 4) setinin Gzerinde farkli performans metrikleri kullanilarak elde edilen ikili (neoplastik-
nonneoplastik) ve c¢oklu (Tubller, Villdz, Tibilovillbz - Hiperplastik, inflamatuar,
Hamartomat6z) siniflandirma gergeklestiriimistir. Bu agsamada ResNet-18, ResNet-50,
AlexNet ve GoogleNet mimarileri orijinal kolonoskopi gorintileri Gzerinde transfer 6grenme
yaklasimi kullanilarak denenmistir. Kirpilmis polip goéruntilerinde ResNet-18 ve AlexNet

mimarileri transfer 6grenme yaklasimi kullanilarak denenmistir.

3.3 Histopatoloji Goruntileri Uzerinde Gerceklestirilen Calismalar

Veri Setinin Olusturulmasi
Histopatoloji veri setinde toplamda 82 hastanin patoloji gértintleri bulunmaktadir. Bu patoloji

gorintuileri polip dokusu ve polip yani normal dokudan elde edilmistir. Bazi hastalarda birden
¢ok polip dokusu bulunmaktadir. Her doku 6rnegi, 5 farkli buylitme seviyesi ile mikroskop
altinda incelenmektedir. Sekil 11 ve 12'den de gdrulebilecedi gibi, bluyitme ayarlari dokuya ne
kadar yakindan baktigimizi gosterir. Blyitme seviyeleri: x2.5, x5, x10, x20, x40. Tablo 2, tani,
neoplazma durumu icin numune ve hasta sayisini géstermektedir. Sekil 13 ise farkli tanilar

icin hasta (sol) ve érnek sayisini (sag) grafiklerle gostermektedir.
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Sekil 11. Bir neoplastik dokunun farkli buyttme seviyelerine ait histopatoloji géruntuleri
(sirasiyla x2,5, x5, x10 ve x20).

Sekil 12. Neoplastik olmayan bir dokunun farkli buyutme seviyelerine ait histopatoloji
gorantileri (sirasiyla x2,5, x5, x10 ve x20).
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Neoplastik polipler kansere doénlgsebilirken neoplastik olmayan poliplerin  ddnidsmesi
beklenmez. Bu nedenle kolonoskopi islemi sirasinda neoplastik poliplerin ¢ikariimasi siddetle
tavsiye edilir. Ayrica hiperplastik polipler normal bir dokuya goéreceli olarak daha yakin
degerlendiriimektedir. Bu nedenler hiperplastik polipleri neoplastik poliplerden ayirt etmek ve
adenomatoz polipleri saptamak hayati 6nem tasimaktadir. Bu bilgilerin i1siginda deneyleri
uzerinde yapmak igin g farkli veri seti olusturulmustur. Veri seti 1 (VS1) igerisinde neoplastik

ve neoplastik olmayan iki sinifi bulundurmaktadir (Sekil 14). Neoplastik olmayan sinifta
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Tablo 2. Farkli tanilar icin numune ve hasta sayisi.

Vaka
Aberran Kript

Adenokarsinom
Adenomat6z Polip
Fokal Kolit
Hiperplastik Polip

Neoplazm Durumu
Neoplazm
Neoplazm
Neoplazm
Neoplazm

Neoplazm Olmayan

Gorinti Sayisi

40
19
14

6

181
74
10
11

211
15

180

57
34

Hasta Sayisi

= oA~ O
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adenomatos polyp

focal_caolit

mm number of samples

hyper_plastic

inflamation

lenfoid

lipom

abnormality

inflamasyon Neoplazm Olmayan
Lenfoid Neoplazm Olmayan
Lipom Neoplazm Olmayan
Normal Neoplazm Olmayan
Tirtikh Adenom Neoplazm
Tubuler Adenom Neoplazm
Tubulovilloz Adenom Neoplazm
Villdz Adenom Neoplazm
3p | ™ number_of patients 200
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150
20
125
15 100
10 I
50
5
25
o
4 W 2 £ 2 £ B E F E @ @ @ =
= E = £F B E E E =
E§ B & 5§ & R OB OB g
- s = o5 g oo E
"5 g E E & 2 "
L 8 3 3 ®
2
A
abnormality
Sekil 13. Farkli tanilar icin hasta (sol) ve gorintu sayisi (sag) grafikleri.

normal

serrated_adenocm

tubular_adenoma

twbulovillous_adenoma

villous_adenoma

iki ana polip sinifi’lkategorisi bulunmaktadir bunlar: neoplastik ve neoplastik olmayan.
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siralanan taniya sahip olan 6rnekler bulunmaktadir; normal, hiperplastik ve iltihapli doku.
Neoplastik sinifta ise villéz adenom, tlbller adenom, tiibulovilloz adenom ve kanserli doku

orneklerinden olusmaktadir.
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Sekil 14. Neoplastik olan ve olmayan hasta (sol) ve goruntu (sag) sayisi.

Ayrica, ikinci veri seti (VS2) iki siniftan gelen o6rneklerden olusmaktadir; neoplastik,
hiperplastik. Sekil 15 neoplastik, normal ve hiperplastik icerisindeki hasta (sol) ve érnek (sag)

sayisini bar grafikle géstermektedir.

Uctincu bir veri seti (VS3) kullanilarak ise farkli biylitme ayarlarinin, siniflandirma tizerindeki
etkisinin gézlemlenmesi hedeflenmistir. Bu veri setinde her bir bliyttme ayari ayri bir sekilde
neoplastik ve neoplastik olmayan dokulari icermektedir. Bu veri setinde alt kimeler
bulunmaktadir; 6rnegin x2,5 buyutme orani igin sadece x2,5 bliylitme oranina sahip neoplastik
ve neoplastik olmayan dokularin bulundugu bir alt veri seti olugturulup, egitim ve testler bu alt
veri setinde gerceklestiriimistir. VS3 icinde bulunan alt veri setleri: ayri ayri x2,5, x5, x10, x20
ve x40 blyutme oranlarina sahip gérintilerden olusmustur. Tablo 3’te her bir blyttme orani

icin bulunan toplam gérunti sayisi verilmigtir.

Tablo 3. BuyUtme setleri ve setlere ait gortntilerin dagihmi.
Neoplastik /Blyutme Orani Seti x2,5 x5 x10 x20 x40

Neoplastik 81 84 83 82 38
Neoplastik Olmayan 103 105 110 109 66

Projenin ilk senesinde deneyleri ilk olarak VS1 Uzerinde yapmaya karar verilmistir. Bunun

sebebi ise siniflandirmanin iki adimda yapilmasi planlanmaktadir. Bunun igin, algoritma ilk
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olarak gelen goérintindn neoplastik olup olmadigina karar verecektir, sonrasinda ise
neoplastik ise hangi sinifa ait degilse hangi sinifa ait olduguna karar verecektir.
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Sekil 15. Neoplastik, hiperplastik ve normal hasta (sol) ve goruntu (sag) sayisi.

Caligmalar sirasinda toplamda 671 histopatoloji goruntist (HPG) kullaniimistir. Kullanilan
gorantilerin 359'u adenomat6z poliplere, 312'si ise adenomatéz olmayan dokular olarak
kategorize edilen hiperplastik polipler, normal doku ve kronik inflamasyona aittir. Tablo 4'te

hasta ve 6rnek sayilarinin detaylari sunulmustur.

Tablo 4. Adenomatdz, hiperplastik ve normal dokular i¢in érnek ve hasta sayisi.

Sinif Gorunti Sayisi = Hasta Sayisi
Adenomat®z 359 52
Hiperplastik 181 29

Normal/Kronik inflamasyon 131 30

Veri setinde histopatoloji géruntulerinin her biri igin, histopatoloji goruntisunin belirli bir
oranina yakinlastiran farkli biyitme seviyeleri bulunmaktadir. Ote yandan bir histopatoloji
gérintiisi birden fazla siniftan drnekler icerebilmektedir. Ornegin, bir adenomatdz histopatoloji
g6rantist, normal hlcre yapisini veya adenomatdz hicre yapisinin farkli alt tiplerini
icerebilmektedir. Sekil 16(a), adenomatdz bir drnegin x5 blyutmesini géstermektedir, ancak
Sekil 16(b)'ye bakildiginda ayni goéruntinin x10 blyutmesinin ayni érnedin normal hicre
yapisina yakinlastigi gérilmektedir. Bunlara bagli olarak, veri setinin dogru etiketlenmesi icin,
uzman patolog olan arastirmacinin (Uzm. Dr. Ebru Akay) tim goérintiler Uzerinde
calisabilmesine imkan saglayan herhangi bir bilgisayarda ¢alistirilabilir bir etiketleme programi
yazilmistir, Sekil 17 geligtirilen programin ekran gérintisinid gdstermektedir. Bu program
yardimiyla hekimin, veri setindeki gorintileri tek tek gorip, dilerse yakinlasarak detayli

inceleme sonucunda bir alt tip karari vermesi saglanmaktadir. Hekimin karari arkada c¢alisan
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veri tabanina kaydedilmektedir. Belirli zaman araliklarinda c¢aligilip, calismaya ara verildiginde

de kaldigi yerden baglanabilecek bir yapida program tasarlanmigtir.

Sekil 16. (a) Solda, adenomatdz érnegin x5 blyltmesi, sagda (b) ayni gérintliiniin x10
blyUtmesi, ayni 6rnedin normal hiicre yapisina yakinlastiriimig hali.

eve Figure 1

‘*Q?e*-tmmmmw*-——m Esorins

/Users/agu/Desktop/1D/OneDs

10_rectum_x10_4.jpg

Sekil 17. Calistirilabilir etiketleme programinin ekran géruntisda.

Bu alandaki ilk ¢calismamizda iki ana polip sinifi/lkategorisi bulunmaktadir. Burada bunlar
adenomat6z ve adenomatdz olmayan olarak isimlendirilmistir. Adenomatdz polipler kansere
donusebilirken adenomatdz olmayan poliplerin kansere déntismesi beklenmez. Bu nedenle
kolonoskopi islemi sirasinda adenomatodz poliplerin ¢ikariimasi siddetle tavsiye edilir. Ayrica
hiperplastik polipler normal bir dokuya gdéreceli olarak daha yakin degerlendiriimektedir. Bu
nedenle hiperplastik polipleri adenomat6z poliplerden ayirt etmek ve adenomatéz polipleri
saptamak hayati 6nem tasimaktadir. Bu nedenle bu dénem yapilan ¢alismalarda adenomattz
polipleri adenomat®tz olmayan dokulardan ayirt etmeye odaklaniimistir. Ayrica, histopatolojik

gorintilerde renk varyasyonlari oldugu icin veri seti izerinde boya normalizasyon tekniklerini
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kullanarak deneyler yapilmigtir ve farkli normalizasyon tekniklerini temel alan modeller

kullanilarak karsilastiriimistir.

Boya Normalizasyonu

Derin CNN algoritmalari, bir veriyi yiksek hassasiyetle 6grenmek igin blyulk bir kapasiteye
sahiptir. Ancak bu hassasiyet, modeli gérilmemis veriler icin de genelleme yapmaya zorlar.
Ayrica, egitim ve test verilerinde bir alan kaymasi varsa, modelin gergek dinya senaryolari igin
saglam ve guvenilir olmasi beklenmektedir. Etki alani kaydirma sorunu, farkli slaytlar arasinda
yaygin olarak kargilasilan bir sorundur. Bu farklilik, farkli boyama protokollerinin, slayt
hazirlamanin veya tip merkezinin vb. bir sonucu olabilir (Stacke et al., 2021). Ornegin, Sekil
18'de veri tabanimizdan iki farkh gorintl arasindaki renk yogunlugu farklilagsmasi

gorilebilmektedir.

Sekil 18. Veri tabanindan iki farkli HPG arasindaki renk yogunlugu farklilagmasi.

Yukarida verilen nedenlere bagli olarak derin CNN algoritmalarinin etki alani kaydirma
sorununa kargi daha dayanikli olmasini saglanmalidir. Bu sorunu ¢6zmek igin arastirmacilar
tarafindan farkli boya normalizasyon teknikleri onerilmistir. Literatirde bazi boya
normalizasyon teknikleri yaygin olarak kullaniimaktadir. Bunlar; Vahandane, Macenko,
Reinhard, Stain-GAN, Stain-Net olarak siralanabilir. Vahandane, Macenko ve Reinhard
yontemleri daha geleneksel teknikler iken, Stain-GAN ve Stain-Net modelleri Generative
Adversarial Network (GAN) yapilarina dayaldir (Kang ., 2021; Macenko Reinhard ., 2001; .;
Vahadane ., 2016).

ikili ve Goklu Siniflandirma

Deneylere baslamak igin VS1 kullanilarak, editim, dogrulama ve test kiimeleri olusturulmustur.

Ancak bu kiimeleri olustururken énemli bir husus bulunmaktadir; Her hastanin neoplastik ve
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neoplastik olmayan siniflara ait yaklasik 10 farkl Hl'si oldugundan, egitim, dogrulama ve test
kimeleri hasta bazli drneklerden olusturulmustur. Bu su anlama gelmektedir: Bir hastadan
alinan tum gorantuler, egditime veya dogrulama veya test setlerine aittir. Bu sekilde
siniflandirma algoritmalarinin ayni dokuyu farkli kimelerde gérmemesini amaglanmaktadir.
Egitim, dogrulama ve test kiimeler, sirasiyla %70, %15, %15 oranlarina sahiptir. Bu kimelerde

bulunan VS1 icin toplam hasta ve goruntu sayisi Tablo 5’te verilmistir.

Tablo 5. Veri Seti 1’e ait kimeler icin gorunti ve hasta sayisi.

Goriuntl
Kime Sayisi Hasta Sayisi
Egitim 607 54
Dogrulama 148 13
Test 97 10

Bir sonraki adimda, farkli modelleri kesfetmek ve bir temel olusturmak igin bazi geleneksel
CNN algoritmalari ve son teknoloji modeller kullaniimigtir. Andrew NG ve derin 6grenme
alanindaki diger oncller tarafindan belirtildigi gibi, dnce gesitli modelleri kesfetmek, ardindan
en iyi performansi gosteren yontemlere bakicilik yapmak Utzere bir plan yapilmistir. Bakicilik
yapilmasindan kasit ise, daha iyi performans elde etmek icin en iyi performans gosteren
yontemlerde optimizasyon ve regularizasyon yapmak anlamina gelmektedir. Temel
olusturmak icin kullanilan c¢esitli geleneksel derin CNN siniflandiricilari  ResNet,

InceptionResNet, Inception, AlexNet, SqueezeNet, EfficientNet ve NasNet'dir.

Goruntu Transformatorleri

Calisma sirasinda kullanilan transformatér yapilari: Gorinti Transformatorleri, Kompakt
evrigimli  ViT'ler (CCT) ve kaydirilmis pencere (SWIN) transformatorleridir. Goruntu
transformatdrlerinin bazi dezavantajlarinin vardir, bunlar; gorintiyld pencerelere bdlerken
bilginin kaybolmasi ve fazla veriye ihtiya¢ duymasidir. Bu problemlerin Gstesinden gelmek igin
farkh tipte ViT'ler gelistirilmistir. Bizim veri setimizde sinirli sayida goérinti bulunmasi ve
patoloji gérintilerinde birden fazla hiicre ve bagli bilesenlerin bulunmasindan dolayi diger ViT
yapilari da kullaniimistir. SWIN transformatoérleri, pencere yamasi sirasinda bilgi kaybi
sorununun Ustesinden gelir. ViT, bir goérintiyl komsu yamalara ayristirdigindan, komsu
yamalar arasindaki bazi bilgiler kaybolabilir. Bu sorunu asmak i¢cin SWIN transformatérleri
geligtiriimistir. SWIN transformatori, temsilleri kaydirilmis pencerelerle hesaplanan hiyerarsik

bir transformatoérdir. Kaydirilan pencere semasi, kendi kendine dikkat (self-attention)
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hesaplamasini értiismeyen yerel pencerelerle sinirlandirarak daha fazla verimlilik saglarken,
ayni zamanda g¢apraz pencere baglantilarina da izin verir.

ViT mimarileri diginda, tim aglar egitim ve dogrulama setleriyle ince ayarlanmigtir (fine tuning).
Egitim icin egitim veri seti ve dogrulama veri seti kullaniimistir. Modellerin performanslarinin
degerlendiriimesi icin ise test kiimesi kullaniimigtir. Egitim sirasinda CNN algoritmalari igin
kullanilan epoch sayisi 100’dur. Her bir epoch igin batch sayisi 16 olarak ayarlanmistir.
Deneyler sirasinda veri blylitme yapilmistir. Kullanilan veri blyitme yontemleri: rastgele
doéndirme, rastgele translation, rastgele yakinlasma, rastgele c¢evirmedir. Regullarizasyon
ydntemi olarak ise birakma yoéntemi (drop out) kullaniimistir. Optimizasyon yontemi olarak
SGD kullaniimistir. Asiri 8grenme durumunu engellemek icin bir baska yéntem olarak ise etiket
yumusatma (label smoothing) kullaniimigtir. Transformatérlerin mimarileri icin ise, veri artirimi
yontemi kullaniimistir. Transformatérlerin epoch sayisi 250 olarak ayarlanmistir. Her bir epoch
icin batch sayisi 16°dir. Transformatorlerin encoder yapisinin sonunda bulunan MLP iginde
birakma (drop out) ydntemi kullanilarak asiri 6grenme engellenmeye c¢alisiimistir.

Transformatoérlerin mimarilerinde optimizasyon algoritmasi olarak Adam kullaniimigtir.

ConvNeXt Mimarisi

Bu calismada yeni bir derin 6grenme yontemi dnerilmistir. Bu yeni yontem, yakin zamanda
Onerilen ConvNeXt mimarisi varyantlarini toplu 6grenme (ensemble learning) ydntemini
kullanarak adenomat6z polipleri diger dokulardan ayirt etmektedir. Onerilen yontem literatiirde
sik¢a kullanilan temel derin CNN yéntemleri ile kapsamli bir sekilde karsilastiriimistir. Buna ek
olarak, 6nerilen ydntemin genelleme kabiliyetini test etmek icin, EBHI ve UniToPatho olmak
Uzere halka acik iki veri seti kullaniimistir. UniToPatho veritabani, 292 goérintiden c¢ikarilan
9536 hematoksilin&eozin (H&E) boyali yamalar icermektedir, goruntulerin her biri x20
blyltmeye sahiptir. Ayrica, goérintiler normal doku, hiperplastik polip, tibller adenom ve
tibulo-villoz adenom (Barbano vd., 2021) siniflara aittir. EBHI veri seti, normal, dusuk dereceli
ve yuksek dereceli intraepitelyal neoplazm ve adenokarsinom kategorilerine sahip 5532
gorintiden olugsmaktadir. x40, x100, x200 ve x400 olmak lzere doért blyltmeye ait gorintiler
EBHI veri setinde yer almaktadir (Hu vd., 2022).

Ayrica, onerilen modelin aciklanabilirligini saglamak igin Grad-CAM yontemi kullaniimigtir.
Grad-CAM metodu modelin dikkat haritasini adenomatdz ve adenomatdz olmayan goruntiler
icin incelemektedir. Grad-CAM ciktilari, bir gérintiiniin neden adenomattz veya adenomatéz
olmayan olarak siniflandiriidigini aciklayarak patologa rehberlik edebilme potansiyeline

sahiptir.
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Deneyler sirasinda veri seti Uzerine farkli normalizasyon algoritmalari uygulanarak farkl
goranti kimeleri olusturulmustur. Her bir veri seti igin editim, dogrulama ve test kimeleri
olusturulmustur. Ancak bu kiimeleri olustururken dnemli bir husus bulunmaktadir; her hastanin
adenomatdz ve adenomatdz olmayan siniflara ait yaklagik 10 farkli goéruntlisu oldugundan,
egitim, dogrulama ve test kimeleri hasta bazli érneklerden olusturulmustur. Bu su anlama
gelmektedir: Bir hastadan alinan tim goéruntler, egitime veya dogrulama veya test setlerine
aittir. Bu sekilde siniflandirma algoritmalarinin ayni dokuyu farkli kiimelerde gérmemesi
amagclanmaktadir. Egitim, dogrulama ve test kimeleri, sirasiyla %70, %15, %15 oranlarina

sahiptir. Bu kimelerde bulunan toplam hasta ve gorintu sayisi Tablo 6’da verilmigtir.

Tablo 6. Deneylerde kullanilan veri kimesindeki goriinti ve hasta sayisi.

Gorunta Hasta

Kime Sayisi Sayisi
Egitim 409 56
Dogrulama 148 17
Test 114 11

Onerilen yéntemin performansi, yaygin olarak kullanilan énceden egitilmis derin CNN
yéntemleri ve dikkat temelli ydntemle karsilastiriimistir. Bu ablasyon testleri icin su derin CNN
yapilari kullaniimigtir: Inception-v3, ResNet-v2-50, ResNet-v2-101, InceptionResNet-v2, VIiT,
EfficientNet-v2-s, ConvNeXt-Large, ConvNeXt-Base, ConvNeXt-Small ve ConvNeXt-Tiny. Bu
derin modellerinin agirliklari ImageNet veri setinde 6nceden egitilmistir (pre-trained) ve
histopatoloji veri setinde ince ayarlanmistir (fine-tuned). ince ayarlama yapilmasinin nedeni;
derin CNN modelleri sifirdan olusturmak c¢ok buyuk miktarda veri gerektirmektedir ve bu
modeller dogdal gérintiler Gzerinde dnceden egitilmistir. TUm deneyler, 52 GB RAM ve NVIDIA
Tesla K80, NVIDIA Tesla T4 ve NVIDIA Tesla P100 GPU hizlandiricilari ile Google Colab
Platformu Uizerinde gergeklestiriimistir. Onerilen deneylerin uygulamasi Python v3.7.13 ile
TensorFlow v2.8.0 frameworki ile gergeklestiriimistir. Ayrica ag parametreleri, aktivasyonlar,

epok sayilari ve 6grenme oranlari ile ilgili diger detaylar Tablo 7 ve 8'de verilmigtir.
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Tablo 7. Deneylerde kullanilan parametreler.

Parameters Values

Optimizer ADAM

Learning Rate 0.001

Number of Epochs|100

Batch Size 64

Regularizer L2 Norm

Tablo 8. Calismalar sirasinda kullanilan modellerin parametre sayisi.

Mode Parametre Sayisi

ConvNeXt-Large 229,843,637
ConvNeXt-Base 87,568,514

ConvNeXt-Small 149,456,226
ConvNeXt-Tiny 27,821,666

Inception-v3 21,806,882
ResNet-v2-50 23,568,898

ResNet-v2-101 42,630,658

InceptionResNet-v2(54,339,810
VIiT 36,047,682

EfficientNet-v2-s  [20,333,922
Onerilen Metot 115,390,180

Toplu (Ensemble) Ogrenme

Toplu 6grenme, siniflandirma performansini artirmak igin gesitli siniflandiricilar birlestiren bir
tekniktir. Bu calismada, AlexNet ve LeNet mimarileri tibbi gorintulerde ince ayarlanmistir.

Onerilen yontemle, tek basina AlexNet ve LeNet mimarileriyle kargilagtiriimigtir.
ConvNeXt Mimarisi

ConvNeXt mimarisi yakin zamanda Liu vd. tarafindan 6nerilmistir (Liu vd., 2022). Bu mimari,
gorintl donustiricilerinin (Vision Transformers, ViTs) performansiyla rekabet edebilmek icin
hem dikkat tabanh siniflandiricilarin hem de geleneksel ResNet mimarilerinin avantajlarini

kullanmaktadir. Tipik olarak, bir ag, girdi géruntilerinin islendigi bir kdk hicre (stem cell) ile
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bagslamaktadir. ConvNeXt mimarisinin kok hlcre uygulamasi, 4x4 boyutunda ve 4 adiml
(stride) konvollUsyonel katmanlar kullanarak bir patchify katmani uygulayan bir “Patchify”
tasarimindan olugsmaktadir. Ayrica, agdin siralanan asamalari ConvNeXt bloklarini
olugsmaktadir. Klasik bir ConvNeXt mimarisi igin her asamada, blok sayisi 3:3:9:3 ile
orantilanmisgtir. Bir ConvNeXt blogu, derinlik bilgili bir evrisim (depth-wise convolution)
icermektedir, bunu ise 1 x 1 evrisimler takip etmektedir. Buradaki derinlik bilgili evrigim,
kanallari gruplayarak 6zel bir grup bazl evrisim tlrini uygulamaktadir. Derinlik bilgili evrisim
ve 1 x 1 evrisimlerin kombinasyonu, goruntiu transformatorleri arasinda paylasilan bir 6zellige
benzer bir etki gdstermektedir. Ek olarak, ConvNeXt mimarisi, iki 1x1 evrisim katmani arasinda
aktivasyon olarak bir Gauss Hatasi Dogrusal Birimi (GELU) uygulamaktadir ve toplu
normallestirme (batch normalization) yerine katman normallestirmesini (layer normalization)

kullanmaktadir. Bu mimariye ait detaylar Sekil 19 ve 20°de verilmistir.

26-d |
h 2

d7x7, 96 — 96

T
1x1, 96 - 384

y GEW ConvNeXt
1x1, 384 - 96 BIOCk

-

Sekil 19. ConvNeXt blogunun yapisi.

Input 2 Stem —— ConvNeXt ConvNeXt ConvNeXt ConvNeXt Fc,
Image Block X 3 Block X 3 Block X 9 Block x 3 Sofemex

Sekil 20. ConvNeXt mimarisi.

Ayrica, ConvNext-Tiny (T), -Small (S), -Base (B), -Large (L) ve -X-Large (XL) gibi cesitli
ConvNeXt varyantlari blok sayisi parametresinde bagka oranlarin kullaniimasi ile énerilmigtir.
Varyant gesitliligi, her asama igin kanal sayisi ve blok sayisi degistikge farklilk gésterir. Tablo

9 varyantlarin farkh konfiglirasyonlarini géstermektedir.
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Tablo 9. ConvNeXt varyantlarinin farkh konfigtrasyonlari.

Model / Konfigurasyonlari{Her agsama icin kanal sayisi (C)|Her asama icin blok sayisi (B)
ConvNeXt-T (96, 192, 384, 768) (3,3,9,3)
ConvNeXt-S (96, 192, 384, 768), (3,3,27,3)
ConvNeXt-B (128, 256, 512, 1024) (3,3,27,3)
ConvNeXt-L (192, 384, 768, 1536) (3,3,27,3)
ConvNeXt-XL (256, 512, 1024, 2048) (3,3,27,3)

Toplu Ogrenme igin Onerilen Yéntem

Sekil 21 kolon histolopatoloji goriintiileri adenomatéz veya adenomatdz olmayan olarak
siniflandirmak igin 6nerilen gergeveyi gostermektedir. Kolon poliplerinin siniflandirma problemi
ile ilgili 6nceki calismalarda baskin olarak tek bir derin CNN algoritmasi kullaniimigtir. Daha
onceki caligmalara gore, (He vd., 2015), (Krizhevsky vd., 2017), (Simonyan ve Zisserman,
2014), (Szegedy vd., 2014) CNN mimarileri, siniflandirici performansi igin énemli bir rol
oynamaktadir. Ayrica, daha karmasik problemler icin derin CNN mimarileri kullaniimaktayken,
basit bir problem icin daha si§ CNN'ler tercih edilmektedir. Ek olarak, belirtildigi gibi, temel
siniflandiricilart bir girdi gorintisinin cesitli 6zelliklerini yorumlayabildiginden, topluluk
yontemleri tek bir derin CNN algoritmasindan daha iyi performans gdstermektedir. Sonug

olarak, dnerilen metot ConvNeXt varyantlarini ile toplu 6grenme kullanilarak tasarlanmigtir.

Pre-trained ConvNeXt Tiny

Fine Tuned

{ f f f
2| ConvNeXt G ConvNeXt 4 4 ConvNext [cl_s ConvNext
Block X 3 Blockx3 | Blockx9 |/ Blockx3 |/

= { conviext ';:l,—‘.‘ ConvNext ]J o ConvNeXt [ci—s ConvNeXt :i;;—v_‘;ﬁ)_,_ g R et ll—s preccsce I .
« | Blockx3 !/ | Bokx3 |J | sokx27 [J | Blockx3 [J B Base

Custom Layers

Pre-trained ConvNeXt Base I:I

Sekil 21. Onerilen toplu 6grenme mimarisinin yapisi.

Dikkate dayal aglar (attention-based) veya CNN'ler yerine ConvNeXt mimarisi, adenomattz

kolon WSl'leri siniflandirmak i¢in segilmistir. Bunun nedeni ise; ViT'den farkli olarak, ConvNeXt
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mimarisi egitimde blyuk miktarda veri gerektirmemektedir. Veri setimizde sinirli sayida érnek
bulundugu igin, ConvNeXt mimarisi kendini ViT gibi verilere ag, dikkat temelli ydntemlerden
daha fazla tercih edilir kilmistir. Ayrica, CNN'lerin aksine, ConvNeXt genis alici alani (large
receptive field) nedeniyle daha uzun bagimliliklari yakalayabilmektedir. Uzmanlar, konumsal
olarak uzak hucre yapilari arasindaki iligkiyi gorsel olarak inceleyerek histopatolojik bir
gorintide adenomatéz bir polip yapisini taniyabilmektedir. Bu, ConvNeXt'i bu goérev icin daha
uygun hale getirmektedir.

Topluluk modelinin temel siniflandiricilari olarak, ImageNet-21k veri setinde dnceden egitilmig
ConvNeXt-Tiny ve ConvNeXt-Base modelleri kullaniimigtir. Ayrica, bu modelleri doku
siniflandirma goérevine daha uygun hale getirmek igin, Ust katmana bir birakma (drop-out) ve
yodun (dense) bir katman ekleyerek modellerin her biri veri seti ile ayri ayri ince ayarlanmistir
(fine-tuned). Ogrenme orani 0,001 olan Adam optimizer kullaniimis ve egitim sirasinda adaptif
momentum optimizasyon algoritmasi 6grenme oranini optimize etmigtir. Ayrica, kayip
fonksiyonu olarak ikili ¢apraz (binary cross entropy) entropi, 0,1 dederine sahip etiket
yumusatma (label smoothing) ile birlikte kullaniimistir. Burada, etiket yumusatma, agi yiksek
guvenle bir sinif segmekten kurtarmaktadir. Egitim grubu boyutu (batch size) 64'e ayarlanmistir
ve her iki ag da ayri ayri 50 epok ile ince ayarlanmistir. Son olarak, her bir modelin siniflarin
her biri icin olasiliksal ¢iktilari, nihai bir karar vermek icin ortalama katmana gonderilmektedir

ve bu katmanda olasiliksal ¢iktilarin ortalamasi alinarak nihai karar verilmektedir.

Denetimli Kargilagtirmah Ogrenme

Sup-Con

SupCon mimarisi, bir kodlayici agi ve projektdr agindan olugsmaktadir. Ayrica, 6grenme
siirecinin iki agamasi bulunmaktadir. ilk agsamada, bir grup girdiye iki kez veri artirma uygulanip
ve kopyalar kodlayici agina beslenir. Kodlayici agi, yerlestirmeler Uretir. Yerlestirmeler,
projeksiyon agi araciligiyla iletilir. Projeksiyon aginin normalize edilmis ciktilari kullanilarak
kontrast kaybi hesaplanir. Denklemler 1, sorgunun ayni siniftaki 6rnek kimeleriyle
karsilastirildigini gdsterir. Ek olarak, ikinci agsamada, birinci agsamadaki dondurulmus temsiller
tizerinde bir dogrusal siniflandirici egitilir. ikinci asama, kodlayicinin iizerinde tamamen

baglantili bir katmandan olusur ve bunu hedef siniflarla birlikte bir softmax katmani takip eder.

BuyUk Transfer (BiT)

Blyuk Aktarim (BiT), yukari ve asagi bilesenleri inceledigi bazi mimari ince ayarlar sunarak
transfer 6grenme paradigmasini yeniden ele ahyor. Yukari akig bilesenleri 6n egitimde
kullanilirken, asagi akis bilesenleri yeni bir gorevin ince ayari sirasinda kullanilir. Yukari akis
gorevlerinin bilesenleri o6lgek, grup normallestirme ve agirlk standardizasyonudur. BiT

modellerinin altyapisi, farkli 6lgeklerdeki dogal veri kiimeleri (izerinde denetimli 6grenme ile
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onceden egitilmis, farkli boyutlardaki ResNet-v2 mimarileridir. Toplu Normallestirme yerine
Grup Normallestirmesinin uygulanmasi ve Agirlik Standardizasyonunun uygulanmasi disinda
mimari temel aynidir. Ayrica BiT, sinif bagina sinirli sayida ornek iceren dusuk veri rejiminde
iyi performans gdsterir. Ek olarak BiT, tibbi gértntl siniflandirma gérevlerinde yaygin olarak

kullanilir.

Onerilen Metot

Histoloji goruntileri kullanilarak polip siniflandirmasi Gzerine yapilan 6nceki calismalar,
agirlikh olarak transfer 6grenme yontemlerini kullanmaktadir. Bununla birlikte, Raghu ve ark.
tibbi ve dogal goéruntller arasindaki alan uyumsuzlugunun transfer 6grenmeyi engelledigini
g6stermistir [30]. Ote yandan, son calismalar, BiT yénteminin, alan uyarlamasindaki
olaganustl performansi nedeniyle, tibbi gértnti siniflandirma goérevlerinde transfer 6grenme
yaklagimlarinin performansini iyilestirdigini géstermektedir. Ayrica, Sup-Con'un kayip islevi,
zor negatiflerin ve kesin pozitiflerin 6grenilmesini hizlandirmaktadir. Sonug olarak, 1'de
gosterildigi gibi BiT ve Denetimli Kargilagtirmali (SupCon) Ogrenme gergevesini birlestirerek
bir cerceve tasarlanmistir. Kullanilan verikimesi sinirli sayida érnek icermektedir ve BiT dusuk
veri rejiminde iyi performans gostermektedir. Ayrica, BiT'in alt bilesenleri, gorsel goérev
uyarlamasini kolaylastirmak icin tasarlanmistir. Bu nedenler dogrultusunda Sup-Con'un
kodlayicisi (encoder) olarak BiT kullanilmigtir. Sup-Con iki asamali ¢alismaktadir. ilk asama
sirasinda Sup-Con gizli 6znitekleri, denklem 1'de de gdésterildigi gibi, her bir sorguyu numune
setindeki ayni siniftan bir 6rnek ile karsilastirilarak bulmayi hedeflemektedir. Bu egitimden
sonra dondurulmus temsiller ikinci agsamaya iletilir. ikinci asamanin tasarimi ise su sekildedir:
Kodlayiciyi bir birakma katmani (drop-out), L2 cekirdek dizenleyicileri kullanan tam baglantili

bir katman, bir birakma katmani ve bir Softmax katmani takip etmektedir.

Deney Diizenegi

Sup-Con ydnteminin kodlayicisi olarak BiT-M modeli kullaniimaktadir. ilk asamada kodlayici
16 parti blyikligiinde Sup-Con kaybi kullanarak 100 epoch'ta egitilmistir. ikinci asamada,
6grenme orani 0,001 ve momentumu 0,9 olan stokastik gradyan inis (SGD) optimize edici ile
uyarlanabilirmomentum optimizasyon algoritmasi kullanilarak, egitim sirasinda 6grenme orani
optimize edilmistir. Kayip fonksiyonu olarak kategorik ¢apraz entropi, 0.1 degerine sahip etiket
yumusatma ile birlikte kullanilmistir. Ayrica, dnerilen yéntem yaygin olarak kullanilan énceden
egitilmis Derin CNN yéntemleriyle karsilastiriimistir. Onceden egitiimis CNN’leri, énerilen Sup-
Con cergevesinin kodlayicisi olarak da kullaniimistir ve bdylece Denetimli Ogrenme ile
Denetimli Karsilastirmali Ogrenmenin performansini karsilagtiriimistir. Deneyler sirasinda,

Onerilen yontem ve geleneksel Sup-Con'un performansi karsilastiriimistir. Asagidaki
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hiperparametrelerin farkli ayarlari igcin modelin performansini kesfetmek lizere hiperparametre
optimizasyonu uygulanmigtir:

e Ogrenme orani: 0.0001, 0.0005, 0.001, 0.005, 0.01

e lyilestirici: ADAM, SGD, RMSprop, Adagrad

e Sicaklik Degeri: 0.03, 0.05, 0.08, 0.1

Ek olarak, alan i¢i on egitimin etkisini gozlemlemek icin 6n egitim seti degistirilmigtir.
Performans odlgutleri olarak bu testler icin standart performans olcutleri kullaniimigtir; agirlikh
ortalama ve sinifa dayah F1 skoru, kesinlik, geri cagirma ve genel dogruluk. Son olarak,
Onerilen modellerin genellestirilebilirligini dogrulamak igin model, halka ag¢ik bir UnitoPatho veri
tabaninda test edilmistir. Onceden egitimis CNN modelleri TensorFlow'dan alinmistir.
Kullanilan modeller: BiT-M (ImageNet-21k Gzerinde edgitilmistir), DenseNet-201 (Imagenet
Uzerinde egitilmistir), Inception-V3 (ImageNet Gzerinde egitilmistir), ResNetV2-50 (ImageNet
Uzerinde egitilmistir) InceptionResNet-V2 (ImageNet Uzerinde edgitilmistir) ve Xception
(ImageNet Gzerinde egitilmistir). Kullanilan tim modeller dnceden egitilmistir; bunun nedeni,
bu modelleri sifirdan olusturmanin cok blylk miktarda veri gerektirmesidir. Ayrica, en son
teknolojiye sahip CNN modellerinin dogal goruntiler Gzerinde dnceden egitilmis olmasi ve
histopatoloji géruntulerinin de farkli bir alana ait olmasi nedeniyle denetimli 6grenmenin
karsilastiriimasi i¢in ince ayar yaklasimi izlenilmistir. Yukarida belirtilen édnceden egitilmis tim
modeller, Sup-Con gergevesinin ilk asamasinda kodlayici olarak kullaniimistir. Tim deneyler,
52 GB RAM ve NVIDIA Tesla K80, NVIDIA Tesla T4 ve NVIDIA Tesla P100 GPU
hizlandiricilara sahip Google Colab Platformu (izerinde gergeklestirilmistir. Onerilen deneylerin

uygulamasli TensorFlow v2.8.0 cercevesi ile Python v3.7.13 ile gergeklestirilmistir.

Kendi Kendine Denetimli Karsilagtirmali Ogrenme

Bu calisma sirasinda cevaplamaya c¢alisilan soru: “Cok sayida etiketlenmemis goérinti ve
sinirli sayida etiketli gorinti elde edildiginde tim verileri nasil kullanilabilir?” olmustur. Veri
etiketleme sureci yogun bir emek gerektirmekte ve zaman almaktadir. Ayrica hasta bilgilerinin
gizliligi nedeniyle etiketleme islemi genellikle verilerin toplandigi hastanede gergeklestiriimesi
gerekmektedir. Bu nedenle, bu cgalismada, etiketlenmis verilerin yani sira etiketlenmemis
verilerden yararlanarak Géreve Ozgii Kendi Kendine Denetimli Karsilastirmali Ogrenme (Self-

Supervised Learning- SSL) algoritmalarinin performansini kesfetmeyi hedeflenmistir.

Bu calisma sirasinda, kendi kendini denetleyen karsilastirmali 6grenme yapmak igin farkh
Deep CNN modeli omurga olarak kullaniimistir. Halka agik UniToPatho veri seti etiketsiz olarak
kullanilarak omurga modelleri kendi kendini denetleyen karsilastirmali 6n egitimi

gerceklestirmistir. On egitimden sonra, proje kapsaminda Kayseri Sehir Hastanesinden elde

39



‘@\
!

TUBITAK

edilen kolon histopatoloji goruntileri ile dn egitiimis modellerin Gzerinde denetimli egitim
(supervised) yapilmigtir. Ayrica, bu ¢alismada, gesitli karsilastirmali 6grenme algoritmalari da
kullaniimistir. Kullanilan karsilastirmali 6grenme algoritmalari SImCLR, SimSiam ve Barlow

Twins'tir.
Deney Diizenegi

Histopatoloji goéruntilerini kullanarak kolon polip tiplerini siniflandirmak igin yapilan bu
¢alismada, UniToPatho veri seti kendi kendini egiten karsilastirmali 6n egitim igin etiketsiz
olarak kullaniimigtir. Kendi kendini denetleyen kargilastirmali 6n egitimden sonra, 6zel olarak
toplanmig verileri ve etiketlerini kullanilarak modelle zerinde transfer 6grenim yapilmistir.
Cesitli karsilastirmali 6grenme algoritmalarinin performansini kesfetmek igin, karsilastirmali
model olusturulurken SimSiam, SimCLR ve Barlow Twins algoritmalari kullanilmigtir. Ayrica
karsilagtirmali modelin omurgasi olarak yaygin olarak kullanilan ResNet-18, ResNet-50 ve
EfficientNet modellerini kullaniimistir. Bunlara ek olarak, Kendi Kendine Denetimli Ogrenmenin
performansini Denetimli Ogrenme ile karsilastirmak icin, omurga modelleri denetimli bir
ortamda 6zel toplanan veri kiimesi ve UniToPatho (etiketleri kullanilarak) veri kiimesi lizerinde

on-egitilmistir.

UniToPatho veri seti, 292 tam slayt goriintistinden (WSI) ¢ikarilan 9536 hematoksilen ve eozin
lekeli yamadan olugmaktadir, slaytlarin her biri x20 buytutmeye sahiptir. Ayrica, géruntulerin

siniflari; normal doku, hiperplastik polip, tibller adenom ve tibulovillus adenomdur.

3.4 Gercek Zamanli Goriintii/Video isleme

Bu projede, gergek zamanli goruntu/video isleme ve siniflandirma ¢alismalarinda MATLAB ve
Python programlari kullanilarak, derin 6grenme ve makine dgrenmesi yaklagimlariyla egitilen
sistemler gergcek zamanli analiz, tespit ve teshis icin egitilmistir (Korbar vd., 2017; Byrne vd.,
2017; Ponzio vd., 2018). Bu basamakta goérintlleri gercek zamanl isleyebilmek igin
olusturdugumuz modellere girdi olarak videolardan c¢ergeve c¢ikarma islemi yapmadan
dogrudan ham video verilmistir.

Projenin 6nemli hedeflerinden olan gergek zamanl polip segmentasyonu ve tespiti igin, Python
ile kullanilabilen keras-segmentation kutliphanesinden faydalaniimistir. Bu kitiphanenin
tercih edilmesinin baslica sebebi bircok farkl temel modeli ve segmentasyon modelini bir
arada bulundurmasidir. Bu yonuyle bir¢ok farkli opsiyona sahip olan katiphanenin kullanima

sundugu modeller Tablo 10’da verilmistir.
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Tablo 10. keras-segmentation kitliphanesinde bulunan temel modeller ve segmentasyon

modelleri.

Model Adi Temel Model Segmentasyon Modeli
fcn_8 Vanilla CNN FCN8
fcn_32 Vanilla CNN FCN8
fcn_8 vgg VGG 16 FCN8
fcn_32_vgg VGG 16 FCN32
fcn_8_resnets50 Resnet-50 FCN32
fcn_32_resnets0 Resnet-50 FCN32
fcn_8_mobilenet MobileNet FCN32
fcn_32_mobilenet MobileNet FCN32
pspnet Vanilla CNN PSPNet
vgg_pspnet VGG 16 PSPNet
resnet50_pspnet Resnet-50 PSPNet
unet_mini Vanilla Mini CNN U-Net
unet Vanilla CNN U-Net
vgg_unet VGG 16 U-Net
resnet50_unet Resnet-50 U-Net
mobilenet_unet MobileNet U-Net
segnet Vanilla CNN Segnet
vgg_segnet VGG 16 Segnet
resnet50_segnet Resnet-50 Segnet
mobilenet_segnet MobileNet Segnet

ilk asamada modelin yliksek dogrulukla calismasi gercek zamanli performanstan daha yiiksek
oncelige sahip oldugundan, nispeten daha fazla egitilebilir parametreye sahip olan
resnet50_unet, vgg_segnet ve vgg_unet modelleri editime tabi tutulmustur.

Egitimlerde CVC-EndoSceneStill veri seti kullaniimigtir. Bu veri setinde toplamda 912
kolonoskopi gortntlisi bulunmaktadir. Bu gdrintilerle birlikte poliplerin bulundugu bdlgenin
segmentasyon bilgisini tutan etiketler, kolonoskopi ekranina ait gergevenin segmentasyon

bilgisini tutan etiketler, kolonda bulunan limene ait segmentasyon bilgisini tutan etiketler ve
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goéruntide 1sik kaynadinin sebep oldugu parlama bdlgelerinin segmentasyon bilgisini tutan
etiketler paylasiimistir. Veri setindeki 6rnek goéruntllerden biri ve buna ait bahsedilen

segmentasyon etiketleri Sekil 22’de verilmistir.

Sekil 22. Polip, polip segmentasyon bdlgesi, ¢cerceve segmentasyon bolgesi, [imen

segmentasyon bélgesi, parlama segmentasyon bélgesi.

Veri setinin edinilmesinin ardindan, tim gérintllere ve etiketlerine kullanilan kutliphanenin
kabul ettigi 288x384 boyutlarina yeniden boyutlandirma yaplilip, etiketlerin piksel degerlerine
normalizasyon islemi uygulanarak tim degerlerin 0-1 araligina getirilmesi saglanmistir. On
islemin ardindan veri seti egitim, dogrulama ve test setleri olmak tzere lge bolindu. Veri seti
bdlme isleminin ardindan egitim setinde 500, dogrulama setinde 62 ve test setinde 50 adet
gorintli elde edilmistir. ik asama olan bu egitimlerde, bahsedilen etiketlerden yalnizca polip
segmentasyon bolgesine ait etiketler kullanilarak gorintilerde ikili (binary) segmentasyon
uygulamasi gergeklestiriimeye ¢alisiimistir.

Fazla parametreye sahip oldugu icin ilk asamada tercih edildiginden bahsedilen modellerin
tamami ayni veri seti ile 6ncelikle 30 epok boyunca egitilmistir. Degerlendirme metrigi olarak
dogruluk orani tercih edilmistir. Bu metrik, dogru tahmin edilen piksellerin tim piksellere orani

ile hesaplanmaktadir.

3.5 Prognostik Belirteclerle immiinohistokimyasal Analizlerin Yapiimasi

Bu calismada kolon polipine spesifik olan proteinler analiz edilmistir. Uzerinde calisilan
planlanan proteinler p53, ki-67, VEGF, BRAF, PD-L1 (epitel), PD-L1 (lenfosit) ve cd34
olarak belirlenmistir. Patoloji boélimindeki kolon polip vakalarina ait parafin bloklar ve
preparatlar Uzerinde calisiimistir. Parafin  bloklardan adhezivli camlar (zerine
immunohistokimyasal boyama yapmak Uzere her bir parafin bloktan kesitler alinmis, her
olguya ait parafin bloklardan proteinleri ¢alismak Uzere kesitler hazirlanmistir. Daha sonraki
asamada, deparafinizasyon ve antijen agiga ¢ikarma (CCL, standart) islemi dahil tim boyama
basamaklari Benchmark XT (Ventana Arizona, USA) otomatik immunohistokimya boyama
cihazi kullanilarak gergeklestiriimistir. Bu projede iHK analizlerinin kullanilma amaci ise kanser
genetiginde rol aldidi bilinen proteinlerin, poliplerin evrelerinde bulunma oranlarini antikor

uygulamasi ile tespit etmektir. Bu uygulama antikorun antijene spesifik bir sekilde baglanmasi
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sonucu tanimlanir. IHK sonuglari antikor-antijen baglanma oranlarina gore yizdelik olarak
raporlanmistir. Polipin klinik seyri hakkinda 6énceden bilgi veren prognostik belirte¢ olarak
arastirdigimiz antijenlerin spesifik oldugu antikorlar (kullanima uygun klonlari) p53 (bp53-11),
ki-67 (30-9), BRAF (V600E), PD-L1 (SP142), VEGF (SP125) ve cd34 (QBend/10) olarak
belirlenmigtir. Polip evrelerinin temsil ettigi molekiler diizeyde gerceklesen bu degisiklikler
arasinda anlaml dizeylerde farkhliklar olup olmadigi arastirimistir. Bu basamakta proje
bltcesi ile alinan antikorlar ile antijen (protein) arama uygulamasi yapilmis ve antikor-antijen
baglanma skorlarina gére sonuglar raporlandiriimistir. IHK analizleri KSH Patoloji Klinigi'nde
uzman patolog Dr. Ebru Akay tarafindan yapilmistir.

Boyanan slaytlarin degerlendirme kisminda uygulanan metot her antikor icin farkli olmakla
beraber; BRAF degerlendirilirken sitoplazmik boyanmalar baz alinmis, kolondaki nikleer
pozitifikler (yani boyanmalar) baz alinamamis, degerlendiriimemistir. Negatif ve pozitif
boyanma olarak ayriimig, pozitif boyanmada kendi icinde kuvvetli ve negatif olmak uzere 3
sinifa ayrilmistir. Mikroskopta x5 buyUtme orani ile alan bulunup x10 blyutmede sitoplazmik
boyanma degerlendiriimistir. ki-67 ve p53 degerlendirilirken nikleer boyanmalar baz
alinmistir. Nukleer boyalari degerlendirirken x5 gibi kiigtik blyitmede lezyonun oldugu bdlge
tespit edilip, x40’k buyutmede nikleuslarin tamami sayillmis ve boyananlara gore yiizde
verilmigtir. PD-L1 degerlendirilirken 2 farkli yontem uygulanmistir. Bunlardan biri zeminde
lamina propria igindeki var olan iltihabi hicrelerin (lenfosit) boyanma yuzdesi, digeri de
epitelin sitoplazmik boyanmasidir. VEGF degerlendiriimesinde damar yayginhidi ve yogunlugu
olarak 2 parametre kullaniimistir. Yayginlik parametresinde boyanan hiicreler ylizde olarak
verilmis, yodunluk parametresinde boyanma kuvveti negatif, zayif ve orta kuvvetli olarak
belirtiimistir. cd34 dederlendiriimesinde x5 gibi klicik blyttme orani ile lezyonun oldugu alan
belirlenip, bu alanda damar yogunlugunun en fazla oldugu bolim secilip x40’lik blyltme orani
ile damar sayisi belirtiimistir. Damar sayisi énceden yapilmis benzer ¢alismalara gére kesim

degerlerine ayriimistir.

3.6 istatistiksel Analiz ve Toplanan Verilerin Degerlendirilmesi

istatistiksel analizler icin IBM SPSS programi kullaniimistir. Sayisal degiskenler
ortalamazstandart sapma olarak ifade edilmistir. Tum degiskenlere dagilim testleri
uygulandiktan sonra normal dagilima uyan surekli dediskenler t testi, normal dagilima
uymayan degiskenler Mann-Whitney U testi kullanilarak gruplar arasi farkliliklar
degerlendirilmistir. Kolonoskopi ve mikroskop gértintilerinden ¢ikarilan/elde edilen éznitelikler
ile IHK calismasindan gelecek olan boyanma yiizdeleri/miktarlari arasinda bir iliski olup

olmadigi ve eger iliski varsa bu iligkinin yénidnin belirlenmesinde korelasyon analizi
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kullaniimistir.  Korelasyon analizinde en sik kullanilan Pearson ve Spearman
korelasyonlarindan faydalaniimistir.

Varyans Analizi (ANOVA) ikiden fazla bagimsiz gruptan elde edilen verilerin grup
ortalamalarinin farkli olup olmadigini test etmek igin kullanilan bir ydontemdir. Bu analiz, ikiden
fazla grubun normal dagilan benzer ortalamal kitlelerden alinip alinmadigi, ortak varyans
kullanilarak test edilmektedir. Normal dagilima uymayan durumda Friedman testi ANOVA’ya
alternatif olarak kullaniimistir.

istatistiksel anlamhlik diizeyi p<0,05 olarak belirlenmistir. Burada amacimiz proje bltcesi ile
alinan antikorlar ile antijen baglanma skorlarini/yizdelerini/oranlarini gérintiden g¢ikardigimiz
dzniteliklerden tespit etmeye calismaktir. Bunun icin gériintiilerden gikarilan éznitelikler ile IHK
raporu skorlamasini iliskilendirmek icin korelasyon testi uygulanmistir. Gorintilerden elde
edilen 6znitelikler ile polip tipi (patoloji sonucu) ve antijen-antikor baglanma skoru (iIHK sonucu)
arasinda anlaml bir fark olup olmadigi arastiriimistir. Anlamli bulunan &znitelikler bizim igin
makroskobik géruntiiden biyolojik dokunun molekuler dizeydeki degisikliklerini ifade etmek
icin ve polip tipinin Kklinik seyrinin 6nceden tespit edilebilmesi igin prognostik belirte¢ olarak

nitelendiriimesi hedeflenmistir.

3.7 Performans Metrikleri

Bu cgaligmada kullanilan performans metrikleri dogruluk (accuracy), kesinlik (precision),

duyarhlk (sensitivity) ve F skorudur. Bunlara dair detaylar asagida paylasiimistir.

TP+TN (1)

Accuracy =
TP +TN + FP+ FN

Burada TP ve TN gercek pozitifleri ve gercek negatifleri temsil ederken, FP ve FN yanlis
pozitifleri ve yanlis negatifleri temsil etmektedir. f-measure, kesinlik (precision) ve duyarliligin
(recall) agirlikh harmonik ortalamasidir. Kesinlik, denklem 2 kullanilarak hesaplanir ve pozitif
olarak tahminlenen degerlerin gercekte ka¢ tanesinin pozitif oldugunu gdsterir. Duyarhlik
gercek pozitiflerden kac¢ tanesinin model tarafindan pozitif olarak tahmin edildigini verir
(denklem 3). Calismamizda kesinlik ve duyarlihk ayni agirliklara sahiptir ve bu nedenle
denklem 11 kullanilarak f-6lctst hesaplanmigtir. Burada TP ve TN gercek pozitifleri ve gercek
negatifleri temsil ederken, FP ve FN yanlis pozitifleri ve yanlis negatifleri temsil etmektedir. f-
measure, kesinlik (precision) ve duyarhligin (recall) adirlikh harmonik ortalamasidir (Li vd.,
2016). Kesinlik, denklem 2 kullanilarak hesaplanir ve pozitif olarak tahminlenen degerlerin
gercekte kag tanesinin pozitif oldugunu goésterir. Duyarlihk gercek pozitiflerden kag tanesinin

model tarafindan pozitif olarak tahmin edildigini verir (denklem 3). Calismamizda kesinlik ve
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duyarhihik ayni agirliklara sahiptir ve bu nedenle denklem 4 kullanilarak f-measure
hesaplanmistir.

TP
. = 2
Kesinlik TP T FP (2)
TP
- - 3
Duyarlilik TPEEN 3)
Kesinlik x Duyarlilik
f — measure = 2 x 4 (4)

Kesinlik + Duyarlilik

4. BULGULAR

4.1 Kolonoskopi goriintiileri lizerinde gerceklestirilen calismalara ait bulgular

Sekil 23 birbirinden ayirt edilmesi 6nemli olan iki alt polip tipine ait drnekleri gdstermektedir.
Soldaki U¢ adet gorunti/gerceve hiperplastik, sagdaki ti¢ adet ¢cerceve de tibiler adenom alt

tipine ait poliplerine aittir.

Hiperplastik TUbuler adenom

Sekil 23. Birbirinden ayirt edilmesi 6nemli olan iki alt polip tipine (hiperplastik ve ttbuler
adenom) ait kolonoskopi gortintlisiine érnekler.

Onigleme (dehazing) 6ncesi ve sonrasi iki adet polipe ait orijinal gérinti, ayni gérintii Gzerinde
odaklanilarak kirpilmis polipi igine alan gorunti ve polipin yani sira arka plandaki dokularin da
gorulebilecegi sekilde kirpiimig goérunti Sekil 24’de yer almaktadir. Dehazing algoritmasini

kullandigimizda kolon dokusunun ve poliplerin daha acik ve net gérildigi degerlendirilmistir.
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Orijinal géruntu Onisleme sonrasi

Veri seti 1
Orijinal goruntuler
720x576

Veri seti 2
Kirpilmis polip

Veri seti 3
%40 kolon mukozasi
eklenmis polip

Sekil 24. Onisleme (dehazing) dncesi ve sonrasi iki adet polipe ait orijinal goriintii/gergeve
(Ustteki sira), ayni gorinti tzerinde odaklanilarak kirpilmis polipi igine alan goriintl (ortadaki
sira) ve polipin yani sira arka plandaki dokularin da gérulebilecegdi sekilde kirpiimis goruntu

(alttaki sira).

Toplam 6 farkl veri seti igin ve 8 farkli siniflandirici igin dogruluk orani (accuracy) sonuglari
Sekil 25’te detayli olarak gosterilmistir. Sekilde kullanilan kisaltmalar sdyle agiklanabilir: crop:
veri seti 2, crop prep: veri seti 2 dnisleme uygulanmig, back: veri seti 3, back prep: veri seti 3
Onisleme uygulanmig, raw: veri seti 1, raw prep: veri seti 1 dnisleme uygulanmis veri setine
karsilik gelmektedir. En ylksek siniflandirma basarisi veri seti 1’in 6n isleme uygulanmis

halinden, LBP 6zelliklerini g¢ikararak Lojistik Regresyon ve Karar Agaci siniflandirma
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algoritmasi ile %78 olarak elde edilmigtir.
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Sekil 25. Sekiz farkli siniflandirici ile farkli veri setleri ile elde edilen dogruluk oranlari.

47



/Q\
s

TUBITAK

Kolonoskopi Gériintiilerinde Derin Ogrenme

Orijinal kolonoskopi gorinti seti ve kirpilmis polip setinin tGzerinde farkli performans metrikleri
kullanilarak elde edilen ikili (neoplastik-nonneoplastik) ve ¢oklu (tubuler, villoz, tibualovilloz -

hiperplastik, inflamatuar, hamartomat6z) siniflandirma sonuglari Tablo 11’de yer almaktadir.

Tablo 11. Kolonoskopi gorintileri Gzerinde derin/transfer 6grenme kullanilarak elde edilen
siniflandirma sonuclari.

Veri seti Siniflar Model Dogr. Prec. [Recall F1

ResNet-18 0,60 0,57 0,61 | 0,59

) IOrIJmfkil _ Neoplastik/ ResNet-50 0,50 0,58 0,48 | 0,53
olonoskopl .

gmummﬁ Nonneoplastik AlexNet 0,68 0,77 | 0,65 | 0,70

GoogleNet 0,53 0,54 0,53 | 0,53

i Tubdler. Villoz, ResNet-18 0,24 0,69 0,23 | 0,35

ol “J'”E , Tubilovilldz / ResNet-50 0,30 0,50 0,30 | 0,38

g"o‘r’ﬂﬁfu,gﬁ' Hiperplastik, Inflamatuar, AlexNet 0,35 052 | 036 | 043
Hamartomato

z GoogleNet 0,34 0,53 0,36 | 0,43

ResNet-18 0,45 0,76 0,3 0,43

Kirol . Neoplastik/ ResNet-50 0,48 0,76 0,4 0,51

ML [ Nonneoplastik AlexNet 0,52 0,77 0,56 | 0,65

GoogleNet 0,51 0,76 0,55 0,65

Tabdler. Villoz, ResNet-18 0,53 0,65 0,52 | 0,58

Kirorl i Tubilovilléz / ResNet-50 0,57 0,66 0,53 | 0,59

Irprimig polip Hiperplastik, Inflamatuar, AlexNet 0,42 0,54 0,54 0,54
Hamartomat6z

GoogleNet 0,43 0,55 0,55 0,55

Kolonoskopi Goriintiilerinde Gergek Zamanh Polip Tespiti

Model Egitimi ve Sonuclar

Fazla parametreye sahip oldugu igin ilk asamada tercih edildiginden bahsedilen modellerin
tamami ayni veri seti ile 6ncelikle 30 epok boyunca egitilmistir. Degerlendirme metrigi olarak
dogruluk orani tercih edilmistir. Bu metrik, dogru tahmin edilen piksellerin tim piksellere orani

ile hesaplanmaktadir. Egitilen modellerin test veri setindeki performans sonuglari Tablo 12’de

verilmistir.
Tablo 12. Egitilen modeller ve egitim sonuclari.
Model Dogruluk orani
resnet50 unet 0,94
vgg_segnet 0,93
vgg_unet 0,92

Modellerin test veri setinde degerlendiriimesinin ardindan, projeye ait olan ve modelin hig

gormedigi 15 goruntu Uzerinde 6nce segmentasyon uygulanmis ve ardindan segmentasyon
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uygulanan gorintide sinirlayici kutu (bounding box) cizdirilmistir. Dogruluk orani en ylksek
olan resnet50_unet modeline ait sinirlayici kutu tahminleri ile elde edilen sonuglar S$ekil 26’da

gorulmektedir.

endocam enaocam endaocam

14/03/2019 14/03,2019
18:50AM , 15 S6AM

endocam - endocam

14/03,2019
01 34MM

endocam endocam endocam

32019 2/2019
o1AM : 0-21AM

endocam ~ endocam endocam

29012049
10-44° 44AM

endocam endocam

10/01 /2060
47: 20

Sekil 26. Modelin sinirlayici kutu tahminleri.
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4.2 Kolonoskopi Goriintiileri Uzerinde Yapilan istatistiksel Analizler ve Biyobelirtec
Tespiti Bulgulan

Kolonoskopi gorintileri Gzerinde gergeklestirilien 6znitelik ¢ikarma isleminden sonra elde
edilen Ozniteliklerden en yilksek basari gosteren veri setine ROC analizi yontemi
uygulanmistir. Bu veri seti orijinal gorintilere 6n isleme uygulanmis veri seti olmakla beraber,
en iyi sonu¢ veren ydntem de LBP &znitelikleri olmustur. LBP 6&zniteliklerinin iginden,
hiperplastik ve tlbuler gruplarini ayirt etmede en gugla iliskiye sahip olan en iyi 10 6zniteligi
secip bu 6zniteliklerin biyobelirte¢ olma potansiyeli arastiriimistir. En iyi 10 6zniteligi se¢cmek
icin ki-kare istatistiksel testi kullaniimis ve en iyi 10 6znitelik 6nem sirasina goére F2, F1, F351,
F3, F352, F5, F321, F9, F220, F17 olarak tespit edilmigtir. En iyi 6 dznitelik icin biyobelirte¢
olma potansiyellerinin duyarlilik, segicilik, pozitif ve negatif kestirim degerleri asagidaki tabloda
(Tablo 13) verilmistir.

Tablo 13. En iyi 6 6znitelik icin (F2, F1, F3, F5, F9 ve F17) biyobelirte¢ olma potansiyellerinin

arastiriimasi.
F2 F1 F3
Olgiim Deger Altlimit Ust limit Deger  Alt limit Ust limif Deger  Alt limit Ust limit
Duyarlilik 0,6176 0,4504 0,761|0,6765 0,5084 0,8087|0,7059 0,5383 0,8317
Segicilik 0,68 0,4841 0,8279 0,56 0,3707 0,7333 0,56 0,3707 0,7333

Pozitif Kestirim Degeri | 0,7241 0,5428 0,853| 0,6765 0,5084 0,8087| 0,6857 0,5202 0,8145
Negatif Kestirim Degeri | 0,5667 0,392 0,7262| 0,56 0,3707 0,7333| 0,5833 0,3883 0,7553

F5 F9 F17
Blgiim Deger Altlimit Ust limifDeger Altlimit Ust limitf Deger  Alt limit Ust limit
Duyarlihk 0,5882 0,4222 0,7363|0,6471 0,4791 0,7851|0,4706 0,3145 0,6326
Segicilik 0,64 0,4452 0,7975 0,6 0,4074 0,766 0,72 0,5242 0,8572

Pozitif Kestirim Degeri | 0,6897 0,5077 0,8272| 0,6875 0,5143 0,8205(0,6957 0,4913 0,844
Negatif Kestirim Degeri | 0,5333 0,3614 0,6977| 0,5556 0,3731 0,7241 0,5 0,3447 0,6553

4.3 Histopatoloji Gériintiileri Uzerinde Gerceklestirilen Calismalara Ait Bulgular

Veri setimizden adenomat6z bir goriintiye Vahandane, Macenko, Reinhard, Stain-GAN ve
Stain-Net gibi farkl boya normalizasyon ydntemlerinin uygulandigi bir érnek Sekil 27°'de
gorulmektedir.
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(a) Original image (b) Stain-Net normalized

’

(d) Vahandane normalized

L 4

(e) Macenko normalized (f) Reinhard normalized

Sekil 27. Veri setimizden bir 6rnek gorintu Uzerinde (sol Ustte) farkli boya normallestirme
tekniklerinin sonuglari.

Derin Ogrenme ile Polip Tipi Siniflandirma Bulgulari

Bu proje sirasinda, patoloji gérintileri Gzerindeki ¢calismalar (¢ ana kategoriden olusmustur.
Polip siniflandirmasinin klinik is akisinda, énemli bir tanisal zorluk, adenomatéz poliplerin
adenomat6z olmayan dokulardan ayirt edilmesidir. Bu nedenle, projenin patoloji géruntilerinin
arastiriimasi sirasinda ilk olarak, adenomatéz poliplerin ve adenomat6z olmayan dokularin ikili
siniflandirmasini ¢ézmek igin farkl yaklagimlar arastiriimistir. Farkli normallestirme teknikleri
ile olusturulmus veri kiimeleri icin, 6ncelikle yukarida bahsedilen temel siniflandiricilarla
deneyler yapilmistir. Bu deneylerin sonuglari Tablo 6'da gdsteriimektedir. Tablo 14 ve Sekil
28'de gorulecegi Uzere Stain-GAN ve Reinhard normallestirme uygulanmis veri kiimeleri diger
normallestirme metotlarina goére daha iyi bir performans gostermistir. Ayrica, Stain-GAN ve
Reinhard normallestiriimis veri kimelerinin dogruluk ve F1 skorlari, temel modeller igin

yaklasik olarak %3-5 oraninda iyilestiriimistir. Onerilen modelin performansi her bir boya
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normallestirme teknigi icin degerlendiriimis olup Tablo 6’da verilmistir. Onerilen ydéntem, Stain-
Net normallestiriimis veri kimesinde en iyi performansi gostermektedir ve sirasiyla %95, ve
%93,9 degerleriyle en yiiksek dogruluk ve F1 skorlari elde edilmistir. Ote yandan, dnerilen
modelinin performansi Vahande normalizasyonu uygulanmis veri kimesinde, diger
normalizayon yontemi uygulanmig verilere goére, daha zayiftir ve sirasiyla %88,8 ve %87,1
degerleriyle dogruluk ve F-skoru elde edilmistir. Buna ek olarak Tablo 14’te de gorulecegi
Uzere, Onerilen yoéntemin ve tim temel siniflandiricilarin  performansi, Vahandane
normallestiriimis verileri icin zayiftir. Bu performans farkinin sebebi, Sekil 27 ve Sekil 27d'de
gOsterildigi  gibi Vahandane normallestiriimis gdruntilerinin  diger normallestirilmis
gorintilerden daha zayif kontrasta sahip olmasindan kaynaklandigi diastnitlmektedir. Bu
sorunu ¢6zmek icin rastgele kontrast, rastgele parlaklik ve rastgele renk tonunu igeren farkl
veri blyltme (data augmentation) teknikleri uygulanmistir, ancak yine de performansta bir

iyilesme olmamistir.

Accuracy %
B without Normalization [l Stain-Net [ Stain-GAN [l Reinhard

100
75
50

25

Y . 1z 2

& X 5 & ¥
& Fé- -@<§\ & 5 * P
&

Sekil 28. Onerilen yontem ve temel modellerle farkli boya normallestirme tekniklerinin
karsilastiriimasi.

Ayrica, en iyi performans gosteren son teknoloji Derin CNN siniflandiricilarinin normalize
edilmemis veriler ve Stain-GAN, Stain-Net ve Reinhard algoritmalari kullanilarak normalize
edilmis veriler Gzerindeki performansinin kapsamli bir kargilastirmasi Sekil 28'de sunulmustur.
Sekilden ve tablodan da gorulebilecedi gibi, Reinhard normalize edilmis veri seti igin
ConvNeXt-Tiny ve ConvNeXt-Base modelleri %91,4 ve %88,1 maksimum dogruluk oranlarini
elde etmigtir.

Diger yandan, tek derin CNN siniflandiricilarinin dogruluk sonuglarinin farkli normalizasyon
teknikleri agisindan ¢ok fazla farklilik gosterdigini gdzlenmektedir. Ancak, farkli normallestirme
teknikleri igin 6nerilen ydntemin performansi temel modellere nispeten daha ki¢iktir. Bunlara

bagli olarak, onerilen modelin veri kiimelerindeki renk dedisimlerine karsi daha saglam
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oldugunu ve tekli model siniflandiricilarindan daha iyi genelleme yaptigi kanisini variimaktadir.
Ayrica, Onerilen yodntem farkli normalizasyonlar uygulanmis veri kimelerinde en iyi
performansi gdsteren temel derin CNN siniflandiricilarin performansini siralanan miktarlarda
gecmistir: Normalize edilmemis ve Stain-Net ile normallestiriimis veriler icin genel dogrulugu
%6, Vahandane normallestirilmis verileri i¢cin %4, Stain-GAN normallestirilmis verileri i¢in %3,
Reinhard ve Vahandane normallestirilmis verileri %2 oraninda ge¢mistir.

Onerilen toplu dégrenme (ensemble) yontemi en iyi dogrulugu, %95 dogrulukla Stain-Net
normallestiriimis veriler icin elde etmistir ve bunu %89 ile Efficient-Net-v2-S takip etmektedir.
Onerilen ydntemin normalize edilmemis veri seti ve Stain-Net normallestirilmis veri seti igin
ROC egrileri sirasiyla Sekil 29 ve Sekil 30'de sunulmustur. Deneylerin sonuglari, dnerilen
topluluk modelinin performansinin tim normallestiriimis veri kiimeleri ve normallestiriimemis
veri kiimesi (izerinde tatmin edici bir sekilde performansi arttirdigini gostermektedir. Ozellikle
normallestiriimemis veri kimesi Uzerindeki sonuglar, veri kiimesindeki goéruntilerin renk
yogunlugu agisindan farkhlik gostermesi nedeniyle onerilen topluluk modelinin iyi bir

genelleme yetenegine sahip oldugunu gdstermektedir.
ROC

********************************************* class

adenom
nonAdenom

— Proposed Method-Unnormalized ...

True positive rate

0.0 T T T T T
0.0 01 0.2 03 0.4 0.5 0.6 0.7 0.8 09 1.0
False positive rate

Sekil 29. Onerilen yéntemin normallestirme yapilmayan veri kiimesine ait ROC ¢izimi.

ROC
--------------------------------------- *  class

adenom
nonAdenom

o

2

[

o

2 — Proposed Method - Stain-Net

‘B

=]

a

o

3

2

=

T T T T T
0.0 01 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

False positive rate

Sekil 30. Onerilen yontemin Stain-Net algoritmasi ile normallestirilen veri kiimesine ait ROC
cizimi.
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78.13 51.34

86.25 85.00

85.00 83.75

85.63 87.90
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Tablo 14. Temel modellerin dogruluk sonuclari ve 6nerilen modelin normalize edilmis ve
edilmemis veri kimelerindeki dogruluk orani.

Stain-Net

F1
(%)

Dogr.
(%)

83.13 74.25

86.25 85.00

66.25 43.48

81.25 63.64

85.00 72.94

80.00 68.24

78.13 63.58

77.36 56.98

81.88 71.01

75.63 54.14

88.68 88.05

86.88 82.21

89.38 78.11

Stain-GAN

F1
(%)

Dogr.
(%)

88.75 74.42

80.00 58.89

80.63 58.56

83.75 65.91

83.75 73.81

85.53 69.77

82.50 64.77

83.13 72.19

82.50 74.70

48.13 47.20

87.50 79.52

90.00 86.42

89.44 86.42
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Reinhard

F1
(%)

Dogr.
(%)

86.88 80.00

86.67 75.71

88.13 79.04

86.88 77.84

91.36 89.02

86.25 74.12

82.50 64.77

80.00 58.89

83.02 71.43

55.33 56.74

89.38 84.66

89.87 82.93

89.38 78.11

Macenko

F1
(%)

Dogr.
(%)

84.38 65.54

74.38 49.73

88.13 83.44

83.75 67.82

88.75 78.57

82.50 66.67

75.63 54.14

74.21 53.93

79.38 57.46

59.12 53.66

85.00 72.94

89.31 87.50

88.75 87.50

Vahande

F1
(%)

Dogr.
(%)

81.25 69.41

57.50 37.36

54.38 40.00

71.88 67.59

82.50 72.62

75.74 63.44

77.50 62.07

71.25 49.45

80.00 70.24

58.13 68.46

83.13 76.36

83.75 81.08

84.13 71.62
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Onerilen Metot 93.75 93.58 95.00 93.90  92.50 91.25 91.88 90.57 91.93 90.48 88.82 87.12

Genelleme Testi
Modelin genelleme kabiliyetini test etmek icin halka acik veri setleri olan UniToPatho ve

EBHI’den kolon adenomatdz ve adenomatéz olmayan gorintiler kullaniimigtir. Elde edilen
gOrlntiler, ince ayar yapilmadan normalizasyon yapilmayak veri kiimesi tzerinde egitilen ve
test edilen modele beslenir. EBHI veri setlerinden test seti igin genel olarak %91,1 dogruluk
elde edilmigtir. Ayni model, UniToPatho veri kimesi igin %90 dogruluk verdi. Genelleme

testinin ROC egrileri Sekil 31 ve 32'de verilmigtir.

ROC
I I i class
adenom
e nonAdenom
[
=
I
b
g 0.6 |
: — UniToPatho
@
o
04!
2 I
2
N
1}
0.2 1
'
o0 I ! ! ! T T T T T |
0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

False positive rate

Sekil 31. EBHI veri setinde dnerilen ydntem kullanildiginda elde edilen ROC edrisi.

class

adenom
nonAdenom

— ColHis-IDS

True positive rate

0.0 T T T T T T T T T 1
0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

False positive rate

Sekil 32. UniToPatho veri setinde 6nerilen yontem kullanildiginda elde edilen ROC egrisi.

Onerilen Yontemin Grad-CAM Bulgulari
Onerilen modellerin sinif aktivasyon haritalarini gérebilmek igin gradyan agirlikhi sinif

aktivasyon haritalama (Grad-CAM) yontemi kullaniimistir (Selvaraju vd., 2020). Grad-CAM
yéntemi, modelin aktivasyon haritalarini kullanarak daha fazla odaklanilan bélgelerin kirmizi

renkle vurgulandigi ve daha az dikkat ¢ekici bdlgelerin sari ila mavi renklerle vurgulanmasiyla
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derin bir modelin galismasini agiklamaktadir. Sekil 14 ve 15, sirasiyla adenomatéz ve
adenomatdz olmayan dokular igin 6nerilen modellerin Grad-CAM sonuglarini géstermektedir.
Sekillerden de anlagilacagi gibi, dnerilen model bir gérintiyd siniflandirmak igin konumsal
olarak uzak hucre yapilarina odaklanmaktadir. Ayrica, patolojik gérantu igin dnerilen modelin
Grad-CAM ciktilari, bir gérintinin neden adenomatdéz veya adenomatéz olmayan olarak

siniflandirildigini acgiklayarak bir patologa rehberlik edebilecegdi distntlmektedir.

o 50 100 150 200

Sekil 33. Adenomat6z poliplere ait histopatoloji gorintilerinin Grad-CAM sonuclari.

o 50 100 150 200

Sekil 34. Adenomatdz olmayan poliplere ait histopatoloji gorintilerinin Grad-CAM sonuclari.
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Denetimli Karsilagtirmali Ogrenme ile Polip Alt Tipi Siniflandirma Bulgulari

Bu proje sirasinda patoloji gdéruntleri

Uzerinde yapilan

ikinci

galisma ise

tabuler,

tibulovilléz/villéz ve hiperplastik poliplerin polip tipi siniflandirmasi Gzerine c¢oklu sinif

sinillandirmasi yapilmigtir.

Bu c¢alismanin amaci,

histopatolojik gdruntileri

kullanarak

kolorektal polipleri siniflandirmak igin Sup-Con &3renme cergevesinin degistirilmis bir

versiyonunu kullanarak BiT modelini egitmektir. Bu amagla, 6énce bir taban ¢izgisi (baseline)

olusturmak icin yukarida bahsedilen siniflandiricilar benimsenmistir. ResNet-50, Korbar vd.

(2017) tarafindan o6nerildigi gibi uygulaniimistir. Ayrica, diger derin kazang¢ yaklasimlari

uygulanmistir ve her modelin test performansi Tablo 15 ve Sekil 35'te gosterilmektedir.

Model

BiT

HP

TBA

TVA
DenseNet-201
HP

TBA

TVA
Inception-ResNet
HP

TBA

TVA
Inception-v3
HP

TBA

TVA
ResNet-50
HP

TBA

TVA

Denetimli karsilastirmali 6grenme

Dogruluk Prec.

86,19%

80,69%

77,93%

76,21%

73,10%

86,34%
83,58%
87,88%
87,50%
80,17%
87,85%
80,77%
70,89%
78,10%
14, 77%
80,77%
78,48%
76,32%
73,83%
78,85%
75,95%
73,26%
70,09%
75,96%
73,42%

Recall
86,19%
93,33%
86,57%
77,78%
81,59%
80,34%
75,68%
90,32%
77,99%
81,63%
74,34%
78,48%
76,26%
79,80%
72,57%
76,92%
73,06%
77,32%
71,82%
69,88%
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F1
86,09%
88,19%
87,22%
82,35%
80,44%
83,93%
78,14%
79,43%
77,94%
78,05%
77,42%
78,48%
76,20%
76,70%
75,58%
76,43%
73,07%
73,53%
73,83%
71,60%

Denetimli 6grenme

Dogruluk Prec.

78,91%

73,02%

67,01%

68,33%

70,24%

78,89%
78,18%
81,03%
77,01%
72,98%
72,73%
73,77%
72,29%
67,51%
58,33%
74,04%
69,62%
68,36%
66,04%
65,09%
75,00%
70,52%
66,04%
71,43%
74,36%

Recall
79,16%
80,37%
75,20%
82,72%
73,04%
74,07%
72,00%
73,17%
67,79%
70,79%
60,63%
73,33%
68,54%
70,71%
69,70%
64,71%
70,41%
75,27%
71,43%
63,74%

F1
78,95%
79,26%
78,01%
79,76%
73,00%
73,39%
72,87%
72,73%
67,19%
63,96%
66,67%
71,43%
68,28%
68,29%
67,32%
69,47%
70,24%
70,35%
71,43%
68,64%
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Xception 75,86% 75,92% 75,82% 75,81% 73,45% 73,57% 73,43% 73,42%
HP 74,77% 80,00% 77,29% 71,70% 76,77% 74,15%
TBA 76,92% 72,73% 74,77% 73,33% 74,04% 73,68%
TVA 75,95% 75,00% 75,47% 75,95% 68,97% 72,29%

Tablo 25. Cesitli derin CNN modelleriyle denetimli 6grenme ve degistiriimis denetimli
karsilastirmali 6grenme i¢in dogruluk sonuclari.

B Supervised Contrastive [l Supervised
100.0%

75.0%
50.0%
25.0%

0.0%

Densenet Inception  Inception v3  ResNet50 Xception
ResNet

Top-1 Accuracy

Sekil 35. Denetimli ve denetimli karsilastirmali 6grenmenin farkl siniflandiricilarla dogruluk
karsilastirmasi.

Tablo 15'te, her model icin Genel Dogruluk ve her sinif icin Kesinlik/Precision, Geri
CGagirma/Recall ve F1 skorlari verilmigtir. Ek olarak, model adinin gectigi satirda her model igin
Kesinlik/Precision, Geri Cagirma/Recall ve F1 skorlarinin agirlikli ortalamasi bulunmaktadir.
Tablo 15'te BiT'nin denetimli ortamda en iyi performansi gdsterdigini gortlmektedir, bunu
Inception-ResNet ve DenseNet-201 takip etmektedir. Ayrica, 6nerilen SupCon metodolojisinin
performansini gérmek icin, Sup-Con'un kodlayicisi olarak temel modeller kullaniimistir.

Tablo 15 ve Sekil 35'te gosterildigi gibi, 6nerilen yontem genel dogrulugu BiT icin %8,
Inception-ResNet igin %10, DenseNet201 i¢in %5, Inception-v3 icin %8, ResNet-50 i¢in %3 ve
Xception igin %2 artmigtir. Veri kimemizde Onerilen yontem, kodlayici olarak BiT-M
kullanildiginda en iyi performansi gostermektedir ve %86,2 dogruluk oranini vermektedir. Ote
yandan, %73,10 dogruluk, orani ile ResNet-50 kodlayici olarak kullanildiinda modelin
performansin ¢ok daha zayif oldugu gozlenmektedir. Buradaki fark BiT-M'nin ResNet-50'nin
etki alani uyarlamasini kolaylastirmak icin geligtiriimis bir versiyonu olmasindan

kaynaklanmaktadir.
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Ayrica, farkli 6n egitim setlerinin performansini karsilastirmak icin iki farkli ayar kullaniimistir.
ilk deneysel kurulum sirasinda, 6n egitim seti olarak halka agik UniToPatho veri setini
kullanilmistir, ikinci deneysel kurulum icin ImageNet tarafindan egitilmis modeller kullanilarak
ve bu modeller UniToPatho veritabani ile tekrardan egitilmistir. Siniflandirici olarak ise, Tablo
15'teki Sup-Con metodolojisinin en basarili sonucu veren ilk ¢ model kullaniimigtir. Bu
karsilastirma icin sonuglar Tablo 16'da verilmigtir. Sonuclar ImageNet tarafindan 6nceden
egitiimis DenseNet, Inception-ResNet-v2'nin dogruluklarinin, ImageNet tarafindan egitilmis
modellerin  UniToPatho veri tabani ile tekrardan egitildiginde %2 oraninda arttigini
gostermektedir. Ancak ayni deney icin BiT-M'nin performansi %4 azaltilmistir. Bu disusun
nedeni, UnitoPatho drneklerinin yalnizca bir blyltmeden kirpilmasi, bizim veri setimizin ise
dort farkh bilyltme seviyesinden gorintiler icermesi oldugu disinilmektedir. Ayrica,
tubulovilléz polip turd, tdbdler polipler ve hiperplastik polip tirleri icin numune sayisi
UnitoPatho icin dengesizdir, bu durum BiT'nin performansini ciddi sekilde etkiledigi
dusunilmektedir. Ote yandan ImageNet 6nceden egitilmis BiT-M %86,2 ile en iyi dogrulugu

elde etmektedir.

Tablo 16. Farkli 6n egitim veri setinde dnceden egitilmis cesitli kodlayicilarla degistirilmis
denetimli karsilastirmali 6grenme igin dogruluk sonugclari.

UniToPatho ImageNet UniToPatho + ImageNet
Dog. Prec. Rec. Dog. Pre. Rec Dog. Prec. Rec.
Model %) (%) %) F1L (%) %) %) F1 (%) (%) () F1

DenseNet-201 63,10 62,45 64,44 62,81 80,69 80,17 81,59 80,44 82,07 82,06 82,71 82,31

HP 73,83 58,09 65,02 87,85 80,34 83,93 83,18 80,18 81,65
TBA 57,69 66,67 61,86 80,77 75,68 78,14 78,85 76,64 77,73
TVA 55,70 68,75 61,54 70,89 90,32 79,43 84,81 93,06 88,74
InceptionResNet-

V2 72,41 71,97 72,97 72,03 77,63 77,76 78,12 77,78 80,69 80,30 81,11 80,47
HP 82,24 69,29 75,21 75,89 80,95 78,34 88,79 77,87 82,97
TBA 60,58 74,12 66,67 78,85 70,09 74,21 72,12 81,52 76,53
TVA 74,68 75,64 75,16 78,48 84,93 81,58 81,01 84,21 82,58
BiT-M 79,58 78,85 82,26 79,11 86,19 86,34 86,19 86,09 82,41 82,17 82,30 60,00
HP 88,68 74,02 80,69 83,568 93,33 88,19 85,98 85,98 93,12
TBA 84,62 78,57 81,48 87,88 86,57 87,22 81,73 78,70 94,60
TVA 60,76 96,00 74,42 87,50 77,78 82,35 78,48 82,67 99,13
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Ek olarak, dnerilen yontem (zerinde hiperparametre optimizasyonu gercgeklestiriimistir. Bu
amacla, Sup-Con'un c¢esitli 6grenme oranlari, optimizasyon yontemleri ve sicaklik degerleri
uygulanmigtir. Sekil 3'de standart bir kutu ¢izimi, hiperparametreler igin dogruluk degisimini
gostermektedir. Onerilen yontemin dogruluk varyansinin diisiik oldugu gorulmektedir. Ayrica,
onerilen yontem igin %87,1'lik en iyi dogruluk siralanan parametreler i¢in elde edilmistir: 0,0005

o6grenme orani, Adam Optimizer ve sicaklik degeri 0,05.

87

86

85 -
84 -

83 o

82 4

Accuracy

81
80 4

79

78
T T T
Temperature Optimizer Learning rate

Sekil 16. Onerilen yontemin hiperparametre analizi.

Genelleme Testi

Modelin genelleme yetenegini test etmek icin hem UniToPatho hem de 6zel olarak toplanan
veri kiimelerinden 6rnekler kullaniimistir. Ek olarak, 6nerilen yontemin ve geleneksel Sup-
Con'un performansi her iki veri seti icinde karsilastirilmistir. Modeller, UnitoPatho ve 6zel
olarak toplanan veri seti kullanilarak ayri ayri ince ayarlanmigtir (fine-tuning). Sonuglar tabloda
X'de mevcuttur. Onerilen yontemin 6zel veritabani ve UnitoPatho tzerindeki ROC egrileri
sirasiyla Sekil 37 ve 38’de mevcuttur. Ek olarak, her bir veri seti i¢cin modellerin siniflandirma
karisiklik matrisleri Sekil 6'da gosteriimektedir. Tablo 17'de gorulebilecegi gibi, ©nerilen
yontem, dogrulugu UnitoPatho ve 06zel veritabani icin sirasiyla %6 ve %9 oraninda
iyilestirmistir. Ayrica, dnerilen yontem UniToPatho veri setinde literatlirdeki diger yontemlerden
daha iyi bir performans géstermistir. UniToPatho veri tabaninda ¢ok sinifli siniflandirma icin
literatlirde %64,29 ve %66,55 dogruluk elde edilmektedir (Wang vd., 2022; Wang vd., 2023).
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Sekil 37. Onerilen yéntemin toplanilan veri setinde ROC egrisi.
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Sekil 38. Onerilen yéntemin UniToPatho veri setinde ROC egrisi.

- 50
y ¥
B- 1
§ § -
- - 40 e
£ ES
L3 - 60
Es is
k] 23
¥ :
ER e
- 20 - 40
) g
-3 3
g H
] 10 2 20
z 1
] 3
Hyperplastic Tbular Tubulovillous Hyperplastic Tbular Tbulovillous
Actual

Actual

Sekil 39. Ozel toplanan veri setindeki ve UniToPatho igin 6nerilen ydntemin karisiklik matrisi.
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Tablo 17. UniToPatho ve toplanan veri seti icin 6nerilen model ve geleneksel Sup-Con igin
dogruluk sonuglari.

Toplanan Veri kimesi UnitoPatho

Ov. Ov.

Acc. Pre. Rec Acc. Pre. Rec
Model (%) (%) (%) F1 (%) (%) (%) F1
Geleneksel
Sup-Con  75,17% 75,12% 76,04% 75,16% 63,95% 69,89% 63,98% 65,24%
HP 73,83% 77,45% 75,60% 88,24% 90,91% 89,55%
TBA 81,73% 69,11% 74,89% 74,04% 50,33% 59,92%
TVA 68,35% 83,08% 75,00% 32,74% 55,22% 41,11%
Onerilen

Yontem 86,19% 86,34% 86,19% 86,09% 70,13% 71,77% 70,13% 70,28%

HP 83,58% 93,33% 88,19% 70,59% 72,73% 71,64%
TBA 87,88% 86,57% 87,22% 78,57% 64,71% 70,97%
TVA 87,50% 77,78% 82,35% 57,78% 78,79% 66,67%

Kendi Kendine Denetimli Karsilagtirmali Ogrenme

Bu calismada, etiketlenmemis verilerin yani sira etiketlenmis verilerden yararlanarak Géreve
Ozgi Kendi Kendini Denetleyen Karsilagtirmali Ogrenme (SSL) algoritmalarinin performansi
¢oklu siniflandirma problemi i¢in incelenmistir. Bu ¢alismanin performans sonuglari Tablo 18,
19 ve 20'de mevcuttur. Tablo 18, ResNet-18, ResNet-50 ve EfficientNet'in farkli omurga
siniflandiricilari igin gesitli karsilagtirmali 6grenme algoritmalarinin performans sonugclarini
gostermektedir. Her deneysel diizenek igin ve her model icin genel bir dogruluk sunulmustur.
Ayrica her sinif igin precision (kesinlik), recall (geri gagirma) ve F1 skorlari da verilmigtir. Ek
olarak, model adinin gectigi satirda her model igin Kesinlik, Geri Cagirma ve F1 skorlarinin
agirhkh ortalamasi bulunmaktadir.

ResNet-18 modeli, SimCLR algoritmasi igin %66,21'lik bir genel dogruluk elde ederek en iyi
performansi gostermektedir. Bunu, SimSiam ve Barlow-Twins algoritmalari icin %56,21 genel
dogruluk oraniyla ResNet-50 takip etmektedir. EfficientNet'in performansi ortalamanin altinda
kalmaktadir, bunun sebebi olarak UniToPatho veri setinin dengesiz dogasindan kaynaklandigi
dusundlmektedir. Bunlara ek olarak, EfficientNet, verilerin azinhidini olusturan hiperplastik sinif
icin %0 kesinlik, geri ¢agirma ve F1 skoruna sahiptir. Bu sonuglara bakilarak, kendinden
denetimli 6n egitimin etiketlenmemis verileri eder dengesiz ise, siniflandiricinin olumsuz
etkilenebilecegi sonucuna varilmistir. Ayrica, burada ulasilabilecek baska bir sonug ise,
etiketlenmemis verilerin dodasi geregdi dengeli veya dengesiz oldugunu bilinmemektedir.
Dolayisiyla 6z denetimli 6grenme kullanirken omurga modelini daha basit tutulmasi dengesiz

veri kiimesinin getirecegdi ko6tl sonuglari engelleyebilecegi diisiniimektedir.
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Tablo 18. Farkli karsilastirmali 6grenme algoritmalari icin omurga modellerinin dogruluk

sonuglari.
SimCLR SimSiam Barlow Twins
Dog. Prec. Rec. Dog. Prec. Rec. Dog. Prec. Rec.
Model % % % F1 % % % F1% % % % F1%

ResNet-18 66,21 67,30 66,25 65,89 51,03 54,13 52,63 47,20 54,14 56,02 54,50 52,87

HP 73,33 61,68 67,01 63,33 17,76 27,74 52,38 41,12 46,07
TBA 59,85 78,85 68,05 49,73 87,50 63,41 51,88 79,81 62,88
TVA 69,84 55,70 61,97 49,35 48,10 48,72 65,22 37,97 48,00

ResNet-50 55,56 57,44 55,78 54,88 56,21 58,89 56,27 5553 56,21 58,24 56,40 55,63

HP 54,74 48,60 51,49 55,21 49,53 52,22 56,04 47,66 51,52
TBA 52,41 74,51 61,54 52,35 75,00 61,66 52,35 75,00 61,66
TVA 66,67 40,51 50,39 71,11 40,51 51,61 68,00 43,04 52,71

EfficientNet 39,20 27,25 39,43 32,19 41,38 29,06 43,73 34,60 41,38 29,35 43,78 34,70

HP 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00
TBA 49,65 68,27 57,49 54,07 70,19 61,09 54,62 68,27 60,68
TVA 29,75 47,47 36,58 30,32 59,49 40,17 30,63 62,03 41,00

Ayrica, kendi kendini denetleyen 6n egitimin performansini karsilastirmak icin omurga
modelleri 6zel olarak toplanilan veriler lzerinde sifirdan egitilmistir ve sonuclar Tablo 18'de
bulunmaktadir. Kendi kendini yéneten 6n egitim, ResNet-18 i¢in dogrulugu %16,9 arttirmistir
ancak, ResNet-50 ve EfficientNet i¢in performans sonuglari, denetimli 6grenme ile ayni
seviyede kalmistir. Tablo 19 ve Tablo 20’nin sonuglari karsilastirildiinda, ResNet-18'deki
etiketlenmemis verilerden yararlanmak, modelleri sinirlh sayida oOrnek Uzerinde sifirdan
egitmek yerine daha iyi performans gosterdigi gozlemlenmektedir.

Ek olarak, SSL ve Denetimli Ogrenmenin sonuglarini ince ayar ve transfer égrenimi ile
karsilastirmak icin SSL'nin omurga siniflandiricilarini kullaniimistir. Omurga siniflandiricilari,
Image-Net tUzerinde Onceden egitilmis olarak kullaniimistir. Ayrica, 6zel olarak toplanan veri
kiimemizde transfer 6grenimi ve ince ayar da uygulanmistir ve performans sonuglari Tablo
6'da sunulmustur.

ImageNet Gzerinde 6nceden egitiimis modellerde yapilan ince ayar iyi performansi gosterdigi
gozlemlenmistir ve %75,17'lik en iyi dogruluk, EfficientNet'in 6zel olarak toplanan veri setinde
ince ayari yapildiginda elde edilmigtir. Tablolara bakilarak c¢ikarilabilecek bir diger sonug ise,
etki alani uyusmazligi nedeniyle aktarim 6greniminin (transfer learning) iyi galismadigidir. Ote
yandan, ince ayar yaklasimi (fine-tuning), etki alani uyarlamasini kullanarak daha iyi
performans gostermistir. Transfer 6grenimi ve SSL'nin sonuglarini karsilastirilirsa, SSL'nin

transfer 6greniminden daha iyi performans gésterdigi sonucuna varilabilir, ¢clinkll SSL icin
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bulunmamaktadir ve ilgilenilen asagi akis gorevi (down stream task) aynidir.

Tablo 19. Etiketli veriler Gzerinde sifirdan egitilen omurga modellerinin dogruluk sonuglari.
Model

ResNet-18

HP

TBA

TVA

ResNet-50

HP

TBA

TVA

EfficientNet
HP

TBA

TVA

Dogruluk Prec.
49,31% 53,48%
69,39%
56,92%
31,53%
56,55% 58,26%
57,14%
53,02%
66,00%
42,07% 29,92%
0,00%
55,47%
31,48%

Recall
50,09%
31,
71,
44,30%
56,
48,
75,
41,
44,
0,
68,
64,

F1

48,85%
78% 43,59%
15% 63,25%
36,84%
69% 55,79%
60% 52,53%
96% 62,45%
77% 51,16%
53% 35,28%
00% 0,00%
27% 61,21%

56% 42,32%

Tablo 20. Onceden egitiimis omurga modelleri igin transfer 6greniminin ve ince ayarin
dogruluk sonuglari.

Transfer Ogrenim ince Ayar

Model Dogruluk Prec. Recall F1 Dogruluk Prec. Recall F1

ResNet-18 50,69% 59,49% 48,87% 47,30% 71,38% 72,13% 71,44% 70,97%
HP 45,88% 83,18% 59,14% 70,80% 74,77% 72,73%
TBA 80,00% 26,92% 40,29% 76,92% 57,69% 65,93%
TVA 49,18% 37,97% 42,86% 67,68% 84,81% 75,28%
ResNet-50 27,15% 8,10% 29,83% 12,74% 74,48% 74,99% 74,30% 74,01%
HP 0,00%  0,00% 0,00% 73,73% 81,31% 77,33%
TBA 0,00%  0,00% 0,00% 78,75% 60,58% 68,48%
TVA 27,15% 100,00% 42,70% 71,74% 83,54% 77,19%
EfficientNet 45,17% 48,90% 45,21% 45,48% 75,17% 75,60% 75,50% 75,24%
HP 48,54% 46,73% 47,62% 77,55% 71,03% 74,15%
TBA 61,54% 38,46% 47,34% 80,21% 74,04% 77,00%
TVA 33,61% 51,90% 40,80% 67,71% 82,28% 74,29%

Bu calismada, etiketlenmemis verilerden yararlanmak icin goreve 6zel Kendi Kendine

Denetimli Ogrenmenin (SSL) performansi arastiriimistir. Bunun igin ise SSL'nin performansini
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kapsamli bir sekilde degerlendirmek icin cesitli karsilastirmali 6Jrenme algoritmalari
kullanilmistir. Ayrica, SSL'nin performansini karsilastirmak igin, omurga modellerini 6zel
olarak toplanilan veri seti tGzerinde sifirdan editilmistir. Bu deneyler arasinda ResNet-18
omurgasina sahip SSL %66,21 dogruluk orani ile en iyi performansi gdstermistir. Bunlara ek
olarak, SSL omurga modellerinin ve ImageNet 6nceden egitiimis omurga modellerinin ince
ayar/aktarim 6greniminin performanslari karsilastirilmistir. Etki alani uyusmazhgdi olmamasi ve
ilgilenilen alt akis gorevinin SSL i¢in ayni olmasi nedeniyle SSL, ImageNet 6nceden egitilmis
modelleriyle transfer 6greniminden daha iyi performans gdstermektedir. Ancak, ince ayarin
performansini ImageNet dnceden egitilimis modellerle karsilastirildiginda SSL'nin performansi
zorlanmaktadir. Literatirde de belirtildigi gibi, sinirli sayida etiket oldugunda dogru etiketleri
olusturmak icin denetimli 6grenim yetersiz kalmaktadir ve bu da omurga aginin egitimini
yaniltici hale getirmektedir (Cascante-Bonilla vd., 2021; Xu vd., 2022)

4.4 immunohistokimyasal (IHK) Analizine Ait Bulgular
immunohistokimyasal analizinin ilk adimi olan slaytlarin hazirlanmasina 6rnek olarak, BRAF,

ki-67 ve PD-L1 antikorlarinin slaytlarinin oldugu goérinti Sekil 40'ta ve BRAF igin tek tek
slaytlar Sekil 41°de gosterilmistir.

£

Sekil 40. Sirasiyla BRAF, ki-67 ve PD-L1 antikorlarinin slaytlari.
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Sekil 41. BRAF antikorunun slaytlarlndan bazilarinin tek tek gosterimi.
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Proteinlerin Polip Tiplerine ve Alt Tiplerine Gére Dagilimi ve istatiksel Bulgular

Tablolar 21 ila 27 tiim protein/genler igin gergeklestirilen immunohistokimyasal (iIHK) analiz
bulgularinin tablolastirilarak goésterimini icermektedir. Tablolarin Ust kisminda tip ile ilgili
sayisal ya da kategorik bulgular yer alirken, alt kisimlarda ise alt tipe ait bulgular yer
almaktadir. Boylelikle IHK analizi sonuglarina gore arastirilan protein/genlerin ayiriciligi

sayisal olarak tespit edilmeye c¢alisiimigtir.

Tablo 21. ki-67 igin polip tipi ve alt tipine dayall immunohistokimyasal (IHK) analiz bulgulari.

Tip N Ortalama |S.Sapma |S.Hata |Alt (Ortalama) |Ust (Ortalama)
Karsinom 13 |86 27,997 7,765 69,0816 102,9184
Neoplastik 188 [51,9149 18,4145 1,343 49,2655 54,5643
Nonneoplastik 113 22,5841 17,1406 |[1,6124 |19,3892 25,7789
Normal 74 |5,0811 3,9889 10,4637 |4,1569 6,0052

Alt tip N Ortalama |S.Sapma|S.Hata |Alt (Ortalama) |Ust (Ortalama)
Karsinom 14 86,6429 27,006 |7,2177 |71,0501 102,2357
Hamartomat6z 4 11,25 6,2915 |3,1458 |1,2388 21,2612
Hiperplastik 80 25,375 16,3919 |1,8327 21,7272 29,0228
inflamatuar 20 15,7 11,4068 |2,5506 10,3614 21,0386
Normal 80 5,175 3,9451 10,4411 4,2971 6,0529

Tirtikli 2 15 0 0 15 15

Tubdler 149 49,2617 17,8335 |1,461 46,3747 52,1488
Tabilovilléz 30 61 18,3077 |3,3425 54,1638 67,8362
Villbz 9 65,5556 (13,3333 |4,4444 |55,3066 75,8045

Sekiller 42 ila 48 tim protein/genler icin gerceklestirilen immunohistokimyasal (IHK) analiz
bulgularinin goérsel olarak gosterimini icermektedir. Sekillerde sol kisminda tip ile ilgili sayisal
ya da kategorik bulgularin gosterimi yer alirken, sag kisimlarda ise alt tipe ait bulgular
gosterilmektedir. Boylelikle IHK analizi sonuglarina gére arastirilan protein/genlerin ayiricihgi

gOrsel olarak tespit edilmeye ve yorumlanmaya calisiimistir.
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Aykin degerler

Sekil 42. ki-67 icin polip tipi ve alt tipine dayali immunohistokimyasal (iIHK) analiz

bulgularinin grafiksel gosterimi.

Tablo 22. VEGF igin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz bulgulari.

Tip N Ortalama |S.Sapma |S.Hata |Alt (Ortalama) |Ust (Ortalama)
Karsinom 13 66,9231 35,8549 [9,9444 |45,2562 88,59
Neoplastik 190 40,8684 |25,6368 [1,8599 |37,1996 44,5372
Nonneoplastik 113 [26,885 27,9648 |2,6307 21,6725 32,0974
Normal 74 13,7838 24,0355 |2,7941 [8,2152 19,3524

Alt tip N Ortalama |S.Sapma |S.Hata |Alt (Ortalama) |Ust (Ortalama)
Karsinom 14 68,5714 34,9961 |9,3531 /48,3653 88,7776
Hamartomatdéz |4 10 8,165 4,0825 |-2,9923 22,9923
Hiperplastik 80 31,7 26,7711 |2,9931 25,7424 37,6576
inflamatuar 20 14,35 26,168 5,8513 2,103 26,597
Normal 80 12,8125 [23,364 2,6122 [7,6131 18,0119
Tirtikli 2 40 56,5685 |40 -468,2482 548,2482
Tabuler 151 36,9603 24,1056 |1,9617 |33,0842 40,8364
Tabdlovillbz 30 [52,5 24,8704  |4,5407 43,2133 61,7867

Villbz 9 67,6667 [28,0446 |9,3482 46,1097 89,2237
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Sekil 43. VEGF icin polip tipi ve alt tipine dayall immunohistokimyasal (iHK) analiz
bulgularinin grafiksel gosterimi.

Tablo 23. cd34 icin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz bulgular.

Tip N Ortalama |S.Sapma/S.Hata |Alt (Ortalama) [Ust (Ortalama)
Karsinom 13 59,6923 (20,4955 |5,6844 (47,307 72,0776
Neoplastik 190 (46,7579 |[16,0005 [1,1608 |44,4681 49,0477
Nonneoplastik 113 45,6637 15,9875 [1,504 (42,6838 48,6437
Normal 74 35,0946 13,3223 |1,5487 |32,0081 38,1811
Alt tip N Ortalama |S.Sapma |S.Hata |Alt (Ortalama)|Ust (Ortalama)
Karsinom 14 60,9286 |20,2274 |5,406 |49,2496 72,6075
Hamartomatéz |4 48,25 4,272 2,136 41,4523 55,0477
Hiperplastik 80 145,325 14,6476 |1,6376 42,0653 48,5847
inflamatuar 20 511 17,7465 |3,9682 42,7944 59,4056
Normal 80 34,3375 (13,3634 |1,4941 |31,3636 37,3114
Tirtikhi 2 46 29,6985 |21 -220,8303 312,8303
Tubdler 151 (44,894 14,2717 11,1614 |42,5992 47,1889
Tubulovilloz 30 |54,7667 (19,8662 |3,6271 |47,3485 62,1848
Villoz 9 51,3333 [21,6564 |7,2188 |34,6867 67,9799
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Sekil 44. cd34 icin polip tipi ve alt tipine dayali immunohistokimyasal (iIHK) analiz
bulgularinin grafiksel gosterimi.

Tablo 24. p53 igin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz bulgulari.

Tip N Ortalama |S.Sapma/S.Hata |Alt (Ortalama) |Ust (Ortalama)
Karsinom 13 65,4615 (43,7352 (12,13 |39,0326 91,8905
Neoplastik 190 27,6053 (16,233 |[1,1777 |25,2822 29,9283
Nonneoplastik 113 19,5044 11,0479 |1,0393 |7,4452 11,5637
Normal 74 1,7297 1,3477 10,1567 (1,4175 2,042

Alt tip N Ortalama |S.Sapma |S.Hata |Alt (Ortalama) [Ust (Ortalama)
Karsinom 14 67,2143 (42,5281 |11,3661 |42,6593 91,7693
Hamartomat6z 4 3 2,3094 1,1547 |-0,6748 6,6748
Hiperplastik 80 10,3375 8,555 0,9565 8,4337 12,2413
inflamatuar 20 5,35 4,9127 1,0985 13,0508 7,6492
Normal 80 |[1,7625 1,3524 |0,1512 |1,4615 2,0635
Tirtikli 2 12,5 3,5355 2,5 -19,2655 44,2655
Tubdler 151 24,9338 (14,6441 11,1917 |22,5791 27,2885
Tubulovilloz 30 |35 17,3702 (3,1714 |28,5139 41,4861
Villoz 9 47,7778 (17,6973 |5,8991 (34,1744 61,3811
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Sekil 45. p53 icin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz bulgularinin
grafiksel gbsterimi.

Tablo 25. BRAF igin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz bulgulari

(kategorik degerler).
BRAF Tip N % Birikimli %
Kuvvetli Karsinom 1 9,0909 9,0909
Kuvvetli Nonneoplastik (10 90,9091 |100
(Toplam) 11
Negatif Karsinom 11 3,0137 3,0137
Negatif Neoplastik 188 51,5068 |54,5205
Negatif Nonneoplastik |94 25,7534 80,274
Negatif Normal 72 19,726 100
(Toplam) 365
Zayif Karsinom 1 7,1429 7,1429
Zayif Neoplastik 2 14,2857 21,4286
Zayif Nonneoplastik |9 64,2857 85,7143
Zayif Normal 2 14,2857 |100
(Toplam) 14
(Kayip deger) |Karsinom 2 15,3846 |15,3846
(Kayip deger) [Neoplastik 5 38,4615 53,8462
(Kayip deger) |Nonneoplastik |3 23,0769 (76,9231
(Kayip deger) |Normal 3 23,0769 |100
(Toplam) 13
Genel Toplam 403
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BRAF Alt tip N % Birikimli %
Kuvvetli Karsinom 1 9,0909 9,0909
Kuvvetli Hiperplastik 9 81,8182 90,9091
Kuvvetli Tirtikli 1 9,0909 100
(Toplam) 11
Negatif Karsinom 12 3,2877 3,2877
Negatif Hamartomatoz |4 1,0959 4,3836
Negatif Hiperplastik 62 16,9863 21,3699
Negatif inflamatuar 20 5,4795 26,8493
Negatif Normal 78 21,3699 48,2192
Negatif Tirtikli 1 0,274 48,4932
Negatif Tabdler 151 41,3699 89,863
Negatif Tabdlovillbz |28 7,6712 97,5342
Negatif Villoz 9 2,4658 100
(Toplam) 365
Zayif Karsinom 1 7,1429 7,1429
Zayif Hiperplastik 9 64,2857 71,4286
Zayif Normal 2 14,2857 85,7143
Zayif TUbUlovilloz 14,2857 |100
(Toplam) 14
(Kayip deger) |Karsinom 2 15,3846 |15,3846
(Kayip deger) |Hiperplastik 2 15,3846 30,7692
(Kayip deger) |inflamatuar 1 7,6923 38,4615
(Kayip deger) |[Normal 3 23,0769 61,5385
(Kayip deger) |Tibdler 4 30,7692 92,3077
(Kayip deger) [Tubilovilloz 1 7,6923 100
(Toplam) 13
Genel Toplam 403
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Sekil 46. BRAF igin polip tipi ve alt tipine dayali immunohistokimyasal (iHK) analiz

bulgularinin grafiksel gosterimi.

Tablo 26. PD-L1 (lenfosit) igin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz

o

TUBITAK

subtype

negatif
braf

carcinom @ hamartomatosis hyperplastic

@ serrated tubular @ tubulovillous @ villous

bulgulari (kategorik degerler).

PDL-lenfosit Tip N % Birikimli %
Kuvvetli Karsinom 1 25 25
Kuvvetli Neoplastik 2 50 75
Kuvvetli Nonneoplastik 1 25 100
(Toplam) 4
Negatif Karsinom 4 2,4691 2,4691
Negatif Neoplastik 55 33,9506 36,4198
Negatif Nonneoplastik 53 32,716 69,1358
Negatif Normal 50 30,8642 100
(Toplam) 162
Orta Karsinom 1 4,3478 4,3478
Orta Neoplastik 15 65,2174 69,5652
Orta Nonneoplastik 7 30,4348 100
(Toplam) 23
Zayif Karsinom 7 3,4826 3,4826
Zayf Neoplastik 118 |58,7065 62,1891
Zayif Nonneoplastik 52 25,8706 88,0597
Zayif Normal 24 11,9403 100
(Toplam) 201
(Kayip deger) Karsinom 2 15,3846  |15,3846
(Kayip deger) Neoplastik 5 38,4615 |53,8462
(Kayip deger) Nonneoplastik 3 23,0769 76,9231
(Kayip deger) Normal 3 23,0769 100
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(Toplam)

13

Genel Toplam

403

neoplastic ' nonneo plastic

normal

subtype

carcinom @ hamartomatosis
@ serrated

negatif

PDL-lenfos

hyperplastic

tubular @ tubulovillous @ villous

zayif

inflamatuar @ normal

Sekil 47. PD-L1 (lenfosit) igin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz

bulgularinin grafiksel gosterimi.

Tablo 27. PD-L1 (epitel) icin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz
bulgulari (kategorik degerler).

PDL -epitel Tip N % Birikimli %

Kuvvetli Neoplastik 1 100 100
(Toplam) 1

Negatif Karsinom 10 2,8653 2,8653

Negatif Neoplastik 164 46,9914 49,8567

Negatif Nonneoplastik 102 29,2264 [79,0831

Negatif Normal 73 20,9169 100
(Toplam) 349

Orta Karsinom 1 50 50

Orta Nonneoplastik |1 50 100
(Toplam) 2

Zayif Karsinom 2 5,2632 5,2632

Zayf Neoplastik 25 65,7895 71,0526

Zayif Nonneoplastik |10 26,3158 |97,3684

Zayif Normal 1 2,6316 100
(Toplam) 38

(Kayip deger) |Karsinom 2 15,3846 |15,3846

(Kayip deger) |Neoplastik 5 38,4615 53,8462

(Kayip deger) [Nonneoplastik |3 23,0769 |76,9231

(Kayip deger) [Normal 3 23,0769 |100
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Sekil 48. PD-L1 (epitel) icin polip tipi ve alt tipine dayali immunohistokimyasal (IHK) analiz
bulgularinin grafiksel gosterimi.

Proteinlerin Polip Tiplerine ve Alt Tiplerine Gore istatiksel Analizleri

Parametrik testleri uygulayabilmek icin verilerin dizenli olarak dagilmasi gerekir. Verilerin
normal dagilimli olup olmadiklari grafikler yoluyla veya normallik testleri ile karar verilebilir.
Shapiro-Wilk testi istatistiksel guicl olduk¢a yiksek oldugu icin ¢ogunlukla tercih edilen bir
normallik testidir. Bu ¢alismada tim degiskenlere dagilim testleri uygulandiktan sonra normal
dagilima uyan surekli degiskenler t testi, normal dagilima uymayan degiskenler Mann-Whitney

U testi kullanilarak gruplar arasi farkhliklar degerlendirilmistir.

Tablo 28. Shapiro-Wilk normallik testi sonuclari (E: Evet, H: Hayir).

Proteinler Ki-67 VEGF cd34 p53
Cinsiyet H H H H
Polip tipleri
Karsinom H H E H
Neoplastik H H H H
Nonneoplastik H H E H
Normal H H H H
Polip alt tipleri
Karsinom H H E H
Villbz E H E H
Tubulovilloz E H E H
Tlbaler E H H H
Hiperplastik H H H H
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Hamartomat6z E E E H
inflamatuar H H E H
Normal H H H H

Normallik testi sonucuna gore uygulanan testler Tablo 29'da verilmigtir.

Tablo 29. Normallik testi sonucuna gére uygulanan testler.
Degisken 1 Degisken 2 Test

Polip tipi ki-67 Kruskal-Wallis
Polip alt tipi ki-67 ANOVA

Cinsiyet ki-67 Mann-Whitney U
Polip tipi VEGF Kruskal-Wallis
Polip alt tipi VEGF Kruskal-Wallis
Cinsiyet VEGF Mann-Whitney U
Polip tipi cd34 Kruskal-Wallis
Polip alt tipi cd34 Kruskal-Wallis
Cinsiyet cd34 Mann-Whitney U
Polip tipi p53 Kruskal-Wallis
Polip alt tipi p53 Kruskal-Wallis
Cinsiyet p53 Mann-Whitney U

Tablo 30 ise gruplar arasi farkliliklarin istatistiksel olarak anlamli olup olmadidina dair

istatistiksel testin sonuglarini géstermektedir.

Tablo 30. Gruplar arasi farklliklar istatistiksel olarak anlamli mi? (E: Evet, H: Hayir)

Proteinler ki-67 VEGF cd34 p53
Cinsiyet H E H H
Polip tipleri
Karsinom E E E E
Neoplastik E E E E
Non-neoplastik E E E E
Normal E E E E
Polip alt tipleri
Karsinom E E E E
Villoz E E E E
Tlabdlovilloz E E E E
Tubtler E E E E
Hiperplastik E E E E
Tirtikh E E E E
Hamartomatdoz E E E E
inflamatuar E E E E
Normal E E E E
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Polip tipleri arasinda ki-67 ortalamalari acisindan istatistiksel olarak anlamli bir farklilik
bulunmaktadir (p<0,001). Bu anlamhlik degerleri Kruskal-Wallis testi sonucunda elde
edilmigtir:

karsinom vs. neoplastik (p<0,001),

karsinom vs. nonneoplastik (p<0,001),

karsinom vs. normal (p<0,001),

neoplastik vs. nonneoplastik (p<0,001),

neoplastic vs. normal (p<0,001),

nonneoplastic vs. normal (p<0,001) arasindaki farkliliklardan kaynaklanmaktadir.

Polip alt tipleri arasinda ki-67 ortalamalari agisindan istatistiksel olarak anlamh bir farkhlik
bulunmaktadir (p<0.001). Bu anlamlilik degerleri ANOVA testi sonucunda elde edilmigtir:
hamartomattz - karsinom (p<0.001),
hiperplastik - karsinom (p<0.001),
inflamatuar - karsinom (p<0.001),
normal - karsinom (p<0.001),

tirtikh (serrated) - karsinom (p<0.001),
tibuler - karsinom (p<0.001),
tibulovill6z - karsinom (p<0.001),

vill6z - karsinom (p=0.045),

tubdler - hamartomat6z (p<0.001),
tubdlovilléz - hamartomat6z (p<0.001),
villdz - hamartomat6z (p<0.001),

normal - hiperplastik (p<0.001),

tubuler - hiperplastik (p<0.001),
tibulovillbz - hiperplastik (p<0.001),
vill6z - hiperplastik (p<0.001),

tubdler - inflamatuar (p<0.001),
tibulovilloz - inflamatuar (p<0.001),
villoz - inflamatuar (p<0.001),

tubdler - normal (p<0.001),

tibulovilléz - normal (p<0.001),

vill6z - normal (p<0.001),

tubdlovilloz - tirtikh (serrated) (p=0.002),
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villoz - tirtikli (serrated) (p=0.001),
tibulovilléz - tabuler (p=0.006) arasindaki farkliliklardan kaynaklanmaktadir.

Tablo 31. Pearson korelasyon kat sayilari ve p degerleri.

PD-L1

Biyobelirtegler ki-67 VEGF cd34 p53 PD-L1 (epitel) (Ienfosit) BRAF

r=-0.0451 r=0.0439 r=-0.0818 r=0.0009 r=0.0363 r=0.1043 r=0.0625
Cinsiyet p=0.532 p=0.542 p=0.255 p=0.990 p=0.614 p=0.147 p=0.385
Polip r=-0.3654 r=-0.0676 r=-0.0296 r=-0.3673 r=-0.1507 r=-0.24 r=0.0134
tipleri p<0.001 p=0.183 p=0.560 p<0.001 p=0.003 p<0.001 p=0.791
Polip r=0.4785 r=0.1095 r=0.1201 r=0.4898 r=0.0325 r=0.1756 r=0.0184
alt tipleri p<0.001 p=0.031 p=0.018 p<0.001 p=0.522 p<0.001 p=0.717

Tablo 31'de Pearson momentler c¢arpimi korelasyon katsayisi ya da kisaca Pearson

korelasyon katsayisi r hesaplanarak, iki degisken arasindaki dogrusal iligkinin gucind

belirlenmis ve istatiksek olarak anlamliligi p degeri ile ifade edilmistir. iki degisken arasindaki

iliski ne kadar gugluyse, r de@eri 1 veya -1'e o kadar yakin olmakla beraber iliskinin yonu de

pozitif ya da negatif olarak ifade edilir. Tabloda sadece belirte¢ olma potansiyelleri arastirilan

protein/genler ile cinsiyet ve polip tipleri arasindaki iligki ifade edilmigtir.

| -
1 0.5 0 0.5 1

Polip tipi - -0.3788 -0.0534 -0.0676 -0.3654 0.0134 -0.1507 -0.24 -0.0296
Polip alt tipi <0.001*** 0.0186 0.1095 0.0184 0.0325 0.1756 0.1201
Cinsiyet 0.452 0.793 0.0439 -0.0451 0.0625 0.0363 0.1043 -0.0818

VEGF 0.183 0.031* 0.542 - 0.2452 -0.1013 -0.0961 0.0213 0.2223

ki67 <0.001%** <0.001%** 0.532 <0.001*** - -0.0248 0.0825 0.1661 0.1889

braf 0.791 0.717 0.385 0.046* 0.626 -0.0439 -0.0128 -0.0157

PD-L1 epitel 0.003** 0.522 0.614 0.058 0.105 0.388 - 0.1477 0.0193
PD-L1 lenfosit <0.001*** <0.001*** 0.147 0.675 0.001** 0.802 0.003** - 0.029

-0.3673

0.0009

0.0466

-0.018

0.1446

0.2203

cd 34 0.560 0.018* 0.255 <0.001%** <0.001%** 0.758 0.704 0.568 - 0.1036

p53 <0.001%** <0.001*** 0.990 0.359 <0.001*** 0.723 0.004** <0.001%** 0.041*

Polip tipi Polip alt tipi Cinsiyet VEGF ki67 braf PD-L1 epitel PD-L1 cd 34

lenfosit

(*) 0.05, (**) 0.01 ve (***) 0.001 duzeylerinde anlamli
(1) Korelasyon katsayilari dst késegen hicrelerinde
(2) p-degerleri alt kosegen hicrelerinde

Sekil 49. Degiskenler arasindaki iliskiyi gosteren korelogram grafigi.
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Sekil 49’da korelogram grafigi Tablo 31’e ek olarak biyobelirteglerin de birbiriyle iligkisini ifade
etmektedir. Korelasyon tahminleri Ust kdsegende verilmistir. Alt kdsegen, karsilik gelen

korelasyon tahminlerinin p degerlerine karsilik gelir.

5. TARTISMA

Diinya Saglik Orgiiti’'niin 2018 yilinda agikladigi istatistiklere gére kolon kanseri (KK), kanser
turleri arasinda ikinci en olumcul tarddr. 2020'de dinya capinda 1,93 milyon yeni kolorektal
kanser (KK) vakasi teshis edildi ve 940.000 kisi kolorektal kanser nedeniyle vefat etti (Xi ve
Xu, 2021). Ayrica, 2040 yilinda yeni KK vakalarinin 3,2 milyona ulasacagi tahmin edilmektedir.
Kolondaki kanserli dokunun erken tespiti ve ¢ikarilmasi, 6lim oranlarini distrmek igin kritik

6neme sahiptir (Zauber vd., 2012).

Tam polip tirleri kolorektal kansere donismeyebilmektedir (Patient education: Colon polyps
(Beyond the Basics) - UpToDate) Polip tipleri adenomattz polipler ve adenomattz olmayan
polipler olmak Uzere iki ana kategoriye aittir. Adenomatdz polip turleri villz, tubdler,
tibulovilléz polipler olusturmaktadir ve adenomatdz olmayan polipler ise hiperplastik ve
enflamatuar poliplerden olusmaktadir (Meseeha ve Attia, 2022). Adenomattz polipler kademeli
olarak displastik degisiklikler géstererek zamanla ortaya ¢ikan yuksek dereceli displastik
degisiklikler ile malign hale gelmektedir. Bu nedenle adenomatéz poliplerin erken saptanmasi,

cikarilmasi ve uzun sureli tedavinin planlanmasi énemlidir.

Kansere neden olmayan poliplerin ¢ikarilmasi hastaya fayda yerine zarar verebilmektedir.
Koétl huylu olmayan ve zamanla kansere dénidsme riski barindirmayan poliplere uzmanlar
genellikle dokunmamayi tercih etmektedirler. Cinkl, bu tir poliplerin ¢ikariimasi tibbi
maliyetleri daha da artirirken perforasyon ve kanama gibi birgok riski de beraberinde
getirmektedir. Bu nedenle, kolonoskopi sirasinda polip turlerinin tespiti ve poliplerin
karakterizasyonu klinik bir anlam tagimaktadir. Kolonoskopi gérintilerinden polip tlrtini tespit
etmenin kanserin erken tespitinde ve hastalarin bir an énce sadliklarina kavusabilmelerinde

ciddi bir potansiyeli oldugu dusinilmektedir.

Diger yandan, kanser tarama programlarina artan bir talep bulunmaktadir. Bu nedenle son on
yilda patolojik kolon biyopsi slayt hacimleri iki katina g¢ikmistir (Bilal vd., 2022). Biyopsi
sayisinin artmasi patologlarin is yikinu de arttirmaktadir. Bu nedenle, erken evre hastaligin
tespiti giderek zorlagsmaktadir. Sonug olarak, son yillarda bilgisayar destekli teshis sistemleri
bu emek yogun isi kolaylastirmak ve geleneksel yaklagsimlarin hatalarini en aza indirmek icin

kullaniimak Uzere dnerilmistir.
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Polip siniflandirmasinin klinik is akisindaki ana zorluk, adenomatdz polipleri adenomatéz
olmayan dokulardan ayirmaktir. Ayrica, polip tiplerinin 6n siniflandiriimasinin
gastroenterologun ve patologun isini kolaylastirabilecedi distunulmektedir. Bu nedenle, bu
projede adenomatdz polipleri adenomatdz olmayan dokulardan ayirt etmek igin cesitli
metodolojileri arastirilmistir. Ayrica, bu proje sirasinda tubuler, tubulovilléz/villéz ve
hiperplastik poliplerin polip tipi siniflandirmasi icin sistemler énerilmistir. Onerilen bilgisayar

destekli teshis sisteminin, bu emek yogun karar verme surecini kolaylastirmasi umulmaktadir.

Bu proje kapsaminda ilk olarak, Kayseri Sehir Hastanesi’nde 201 hastada tespit edilen
poliplere dair kolonoskopi video ve gorintilerinden ve biyopsi 6rneklerinden elde edilen
patoloji raporu ve IHK analizi sonuglarini igeren kapsamli bir veri seti olusturulmustur. Bu veri
seti; ayni polip igin hem dis ylzeyin gorsel olarak incelenmesi i¢in kullanilan video ve
goOrintileri hem de alinan doku 6rneklerinin gdrsel analizi igin farkh blyltmelerde gekilen
mikroskop goriintilerini (histopatoloji goriintilerini) icermesi ve immunohistokimyasal (IHK)
analizler kapsaminda cesitli gen ve protein ekspresyon seviyelerini géstermesi acgisindan
bayuk 6nem tagimaktadir. Boyle kapsamli bir veri seti bildigimiz kadariyla literatirde yer
almamaktadir. Biyopsi alinan poliplerle ilgili tip, alt tip, konum, farkli gen ve protein ekspresyon
seviyesi bilgilerini kullanarak cesitli etiketlemeler yapilmasi, istatistiki bilgiler Gretilmesi ve
kolonoskopi ve histopatoloji gérunttlerinden polip tip ve alt tiplerin ve malignite potansiyelinin

makine 6grenmesi ve yenilikgi derin 6grenme yaklasimlariyla tespiti gergeklestirilmistir.

Son yillarda, yapay zeka tabanl yaklasimlar kolonoskopi islemi esnasinda ve sonrasinda
hekimlerin karsilasabilecekleri problemlere yardimci olmak Uzere tasarlanmaya baglanmistir.
Farkli arastirma gruplan tarafindan geligtirilen ilk yapay zeka tabanli yaklasimlar,
endoskopistlere kacirmis olabilecekleri poliplerin tespitinde yardimci olmayi hedeflemektedir
(Krishnan vd., 1998; lakovidis vd., 2006). Kolon poliplerini tespit etmek igin farkli ydntemler ve
veri setleri ile ¢galisiimistir (Wang vd., 2015; Shin vd., 2018; Klare vd., 2019).

Bu projede kolonoskopi goérintileri Gzerinde birkag asamadan olusan c¢alismalar
yurutiimastir. ilk asamada elde ettigimiz tim videolardan c¢ikarilan gérintller Gzerinde
poliplerin yerlerinin otomatik, yari otomatik veya elle belirlenmesinin ardindan poliplerin bir
miktar arka plan dokusunu da igerecek ya da icermeyecek sekilde kesilmesi
gergeklestirilmistir. ilk olarak tiim gériintiiler ve sadece kirpiimis polip goriintiileri (izerinde
gergeklestirildigimiz ikili (Neoplastik/Nonneoplastik) ve ¢oklu (Tubdler, Villoz, Tabdlovilloz /
Hiperplastik, Inflamatuar, Hamartomattz) siniflandirma calismalarinda klasik transfer
6grenme yaklasimlari denenmis ve yaklasim %70 dogrulukla ikili ve %60 dogrulukla ¢oklu

siniflandirmanin yapilabildigi gértlmustir.
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Bu konudaki ikinci galismamizda tim goérintl, sadece polipin oldugu goéruntl ve bir miktar
(%40) arka plan dokusu ile birlikte polipin oldugu goérintilerden &zellik c¢ikarma ve
siniflandirma galismalari gergeklestirilmistir. Bu ¢alismanin ardindan yapilan degerlendirmede
gorinta kalitesi ile sikintilarin varligi tespit edilmis ve daha kaliteli ve polip dokusunun igindeki
oruntuleri de gbzle de gorebilecedimiz cercevelerin segilmesine karar verilmistir. Bu surecte
aslinda en 6nemli polip sinifi ayirma probleminin hiperplastik ve tibuller adenom alt tipleri
oldugu bilgisi ile hareket edilmesinin uygun olacagi degerlendirilmistir. Bu kapsamda yapilan
makine 6grenmesi sonuglari kesilmis degil de tim goérintiler Gzerinde ¢calismanin daha dogru
siniflandirma basarisini netice verdigi gézlenmigtir. Farkli 6zellik ¢gikarma ve siniflandirma
yaklagimlari denenmis ve LBP oOzellik cikarma ve Lojistik Regresyon ve Karar Agaci
siniflandirma yéntemleriyle %78 dogruluk degeri elde edilmistir. Projede arastirmaci olarak yer
alan gastroenterologdan ayni goruntileri gozle siniflandirmasi istendiginde kendisinin %62,7
dogrulukla hiperplastik ve tibuler adenom polipleri birbirinden ayirabildigi gdézlenmistir. Son
yillarda kolonoskopi gérinti ve videolari Uzerinde gergeklestirilen ¢codu gergcek zamanl
olmayan c¢alismalara bakildiginda farkl sayida gértntd, farkli siniflandirma problemleri, gesitli
derin 6grenme yaklasimlari ve performanslar elde edilmistir. Bunlardan bazilarina deginmek
gerekmektedir. Ornegin, Komeda vd. (2017) adenomatéz olan ve olmayan diye siniflandirdigi
1800 goruntl Uzerinde CNN yaklasimi ile %75’lik bir dogruluk elde etmistir. Patino-Barrienos
vd. (2020) malign olan olmayan diye siniflandirdigi 600 gérintt Gzerinde VGG-16 yaklagimi
ile %83’'lUk bir dogruluk elde etmistir. Ozawa vd. (2020) adenomattz, hiperplastik ve tirtikh
(sessile serrated) diye siniflandirdigi 16,418 gorunti Gzerinde CNN yaklasimi ile %83’llk bir
PPV elde etmistir. Wei vd. (2020) tibuler, adenomattz, tubulovilléz, hiperplastik ve tirtikh
(sessile serrated) diye siniflandirdigi 508 goérintl Gzerinde 18, 34, 50, 101 ve 152 katmanh
ResNet mimarisi toplu 6grenme igin bir araya getirdiginde %87’lik bir dogruluk elde etmisgtir.
Korbar vd. (2017) hiperplastik, tirtikh (sessile serrated), geleneksel tirtikli (traditional serrated)
ve tibdler/tibalovilléz diye siniflandirdigi 2074 goérinta Gzerinde 50 katmanli ResNet mimarisi
kullandiginda %93’luk bir dogruluk elde etmistir. Zachariah vd. (2020) tirtikli (sessile serrated)
ve adenomatdz diye siniflandirdiyi 5278 goérintlu Uzerinde Inception-ResNetv2 mimarisi
kullandiginda %97’lik bir NPV elde etmistir. Rahman vd. (2021) hiperplastik, tirtikli
adenomatoz (sessile adenoma) ve polip olmayan diye siniflandirdigi 26,512 goérunti Gzerinde
Xception Ensemble, ResNet-101 ve VGG-19 mimarileri kullandiginda %98’lik bir dogruluk elde

etmigtir.

Bu projenin IHK analiz calismalarinda amag protein ekspresyonlarinin kolon kanserinde,
kanserin varligi veya yoklugu igin bir biyobelirte¢ olarak incelenmesinin yanisira bir prognostik
belirtec ve tedaviye yanit igin prognostik bir belirte¢ olma potansiyelleri incelenmistir. IHK

analizi sonuglari géstermigstir ki Gzerinde ¢alisma yapilan proteinlerin kolon kanseri ile iligkisi
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literatdr ile uyumludur. Degdiskenler arasinda bir iligki var mi, var ise bu iligkinin gticiniin ne
oldugu Pearson korelasyon testi ile belirlenmigtir. Pearson korelasyon katsayisi r, iki degisken
arasindaki dogrusal iligkinin giiciinii belirler. IHK analiz sonuglari iki farkli sekilde ifade
edilmistir. 0 ile 100 arasinda bir boyanma ytizdesi ile sayisal olarak ifade edilen sonuglar ve
kategorik olarak etiketlenen pozitif ve negatif olma durumuna gére sonuclar yontemde belirtilen
sekilde elde edilmistir. PD-L1 kategorik olarak pozitif ve negatif olarak ikiye ayrilmigtir. Elde
edilen sonuglara gére de pozitif olma durumu kuvvetli, orta ve zayif olmak Ulzere ifade
edilmistir. Literatlirde genel olarak arastirmalar, PD-L1 ekspresyonunun kolorektal kanserde
diger kanser turlerine kiyasla nispeten distk oldugunu ve kanser hicrelerinin kendisinden
ziyade ¢ogunlukla timore sizan bagisiklik hiicrelerinde bulundugunu géstermistir. Journal of
Clinical Oncology'de 2018'de yayinlanan bir ¢alisma, kolorektal kanserli 404 hastadan alinan
timor dokusu drneklerinde PD-L1 ekspresyonunun hastalarin sadece kui¢lk bir ylizdesinde
(%3,7) mevcut oldugunu bulmus ve sagkalim gibi hasta sonuglar ile iligkili olmadigini
gOstermistir (Wang vd., 2021). Baska bir ¢calismada ise kolon kanserli 156 hastadan alinan
timoér dokusu 6rneklerinde, PD-L1 ekspresyonunun vakalarin yalnizca %3,2'sinde mevcut
oldugunu ve sagkalim gibi hasta sonuglariyla iliskili olmadigi bulunmustur (Palicelli vd., 2019).
Bu calismalarin sinirli sayida hasta Uzerinde yapildigini ve bu bulgulari daha genis bir hasta
populasyonunda dogrulamak igin daha fazla arastirmaya ihtiya¢ oldugunu belirtmek énemlidir.
Ek olarak, kullanilan PD-L1 testi ¢calismalar arasinda degisebilir ve PD-L1 pozitifligi icin esik
deger de dedisebilir ve bu da calismanin sonucunu etkileyebilir. Kolon kanserinde PD-L1
ekspresyonu kanser hucrelerinin kiguk bir yizdesinde gozlemlenmektedir ancak in-situ
yontemlerle daha detayli degerlendiriimesi gerekir. Sonug olarak, literatlir ve projenin bulgulari
neticesinde PD-L1 ekspresyonu kolon kanserinde polip tiplerini ayirt edici glicl nispeten disuk
ve kanserin varhigini/yoklugunu belirlemek veya hasta sonugclarini/tedaviye yanitini tahmin
etmek i¢in yararl bir biyobelirte¢ degildir. Kolon kanserindeki PD-L1 ekspresyonu, diger klinik
ve patolojik faktdrler baglaminda yorumlanmalidir. Pearson korelasyon test sonuclarina goére
PD- L1 (epitel) ve polip tipi degiskenleri arasinda korelasyon yok ya da negatif yonli, cok zayif
bir korelasyon vardir. Bununla birlikte, iliski istatistiksel olarak anlamlidir. Bu durum yUksek
orneklem buylkluginden kaynaklaniyor olabilir. Sonug istatistiksel olarak anlamli olmakla
birlikte, klinik olarak anlamli olmayabilir (r=-0.1507, p=0.003). Bununla beraber PD- L1
(lenfosit) ve polip tipi degiskenleri arasinda negatif yonll, zayif ve istatistiksel olarak anlamli
bir korelasyon vardir (r=-0.24, p<0.001).

ki-67 IHK sonuglarinda 0-100 arasinda sayisal sonuglar elde edilmistir. Bu sonuclara gore
proliferasyon belirteci olarak bilinen ve hiicresel blyimeye bagli niukleer protein olan Ki-67
sonuglari gostermektedir ki, ki-67 sonuglari kanserli dokularda 80-100 arasinda, neoplastik

sinifta 40-65, non-neoplastik 10-25 ve normal dokularda 0-5 arasinda deger almaktadir. Ayni
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sekilde polip alt tipleri arasinda da klinik olarak anlamli bir iliski oldugunu elde edilen bulgular
gostermektedir. Tong vd., (2022) yuksek ki-67 seviyeleri Uzerinde yaptigi arastirmaya gore,
invaziv derinlik, lenf nodu metastazi ve tiumar farklilagsmasi kolorektal kanserde kétl prognozla
yakindan iligkilidir. Baska bir calismada, ki-67'nin IHK sonuglart ile klinikopatolojik ve molekiiler
Ozellikler karsilastiriimis. Kolon kanserinin %26,3'0 disik, %56,7'si orta ve %17,0'si yiksek
ki-67 olarak derecelendirilmis. Yuksek seviyelerde p53 ekspresyonu da yiksek seviyelerde ki-
67 ekspresyonu ile gucli bir sekilde iligkilidir (Melling, 2016). Literatiirdeki ¢calismalara uyumlu
olarak projenin bulgulari da pozitif bir klinik sonucun kolon kanserinde artan ki-67 ekspresyonu
ile baglantili oldugunu géstermektedir. Pearson korelasyon test sonuglarina gére polip tipi ve
ki-67 degiskenleri arasinda negatif yonlu, zayif ve istatistiksel olarak anlamli bir korelasyon
vardir (r=-0.3654, p<0.001). Polip alt tipi ile de pozitif yonli, orta dereceli ve istatistiksel olarak
anlaml bir korelasyon vardir (r=0.4785, p<0.001).

BRAF, hiicre buyumesi ve gelisimi icin cok dnemlidir. BRAF geninde VG600OE bulunursa BRAF
gen mutasyon test sonucu pozitiftir (yani bir mutasyon mevcuttur). Metastatik BRAF mutant
kanserler incelendiginde timorlerin %60'Inin sag kolonda oldugu gérulmustir. Sag kolond
bulunan proksimal timdrler, dnemli 6lgtde yogun bir BRAF mutasyonu sergiler (Barras, 2015).
Bu proje 403 polip Uzerinde yapilan BRAF boyanmasinda 13 karsinom dokudan 1 tanesi
kuvvetli pozitif, 1 tanesi zayif pozitif olmakla beraber 11 tanesi negatif sonug¢ vermekle beraber
nonneoplastik poliplerde de kuvvetli pozitiflik tespit edilmigtir. Literatir ile bir uyumlu
olmamasinin yanisira polip tipleri ile arasinda da anlaml bir iliski saptanmamigtir. Pearson
korelasyon test sonuclarina gére polip tipi ve BRAF degiskenleri arasinda BRAF ve tip
degiskenleri arasinda istatistiksel olarak anlamli bir korelasyon yoktur (r=0.0134, p=0.791).

Ayni sekilde polip alt tipi ile de anlamli bir korelasyon yoktur (r=0.0184, p=0.717).

cd34, daha Once neo-anjiyogenez derecesinin dogrudan bir oélglst olarak mikrodamar
yogunlugunu vurgulamak icin kullaniimis olan bir endotelyum proteinidir. Bununla birlikte,
sadece yeni kurulmus damarlarla degil, ayni zamanda tUmor dokulari igcinde sadece sikismis
normal damarlarla da yanit verebilir. Kolon kanserli 55 hasta tzerinde yapilan bir calismada
bulgular, cd34'in neo-anjiyogenezin orta derecede diferansiye adenokarsinomlu hastalarda
%65.2 ve iyi diferansiye adenokarsinomlu hastalarda %59.3 oraninda gdzlenen guigla
aktivasyon ile kuvvetli bir belirte¢ oldugunu ortaya koymus (Inda vd., 2009). Bagka bir ¢calisma
da ise, kolon kanserinde cd34 ile immunoisaretlenmis kan damarlarinin cd34 mRNA gen
ekspresyonu ile mikrodamar yogunlugu arasindaki iligkisi incelenmistir. cd34 immun etiketli
kan damarlarinin miktarini ve cd34 mRNA'nin nispi hacmini belirlemek igin, kolorektal kanserli
76 hastadan alinan numuneler Gzerinde standart immuinohistokimya ve gen ekspresyonu
yapildi. Sonuglar, cd34 geninin ekspresyonunun kolorektal kanser igin prediktif bir belirteg

olarak kullaniimasinin makul oldugunu belirtmistir (Toma vd., 2018). Bu projeden elde edilen
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bulgularda ise cd34 ve polip tipi degiskenleri arasinda istatistiksel olarak anlamli bir korelasyon
bulunmamasina ragmen (r=-0.0296, p=0.560), polip alt tipi ile korelasyon yok ya da pozitif
yoénll ¢ok zayif bir korelasyon vardir. Bununla birlikte, iligki istatistiksel olarak anlamlidir. Bu
durum vyuksek 6rneklem buydkliginden kaynaklaniyor olabilir. Sonug istatistiksel olarak
anlaml olmakla birlikte, klinik olarak anlamli olmayabilir (r=0.1201, p=0.018). Bu sonuclar da
gosteriyor ki cd34 kolon kanseri icin prediktif bir belirte¢ olarak kullaniimasi makul olmakla

beraber kanser dncesi olusumlari ayirt etmek igin klinik olarak anlamli olmayabilir.

Bircok kolon kanseri hastasinda, kanser hicreleri tarafindan asiri eksprese edilen ve
salgilanan vaskuler endotelyal buytume faktéri (VEGF) tumor anjiyogenezinin ¢ok énemli bir
bilesenidir. VEGF, vaskuller endotelyal hlcrelerin buyumesini, farklilagsmasini ve gogunu
uyararak anjiyogeneze ve timdre oksijen ve beslenme saglanmasina yol agar. Nagano vd.
(2019) yaptig1 calismada kolon kanseri hicrelerinin hiicre yuzeylerinde VEGFR-1 gdsterdigini
ve aktif oldugunu goésterdi. Bununla beraber, VEGFR-1'in proliferatif aktiviteyi hlicre otonom
bagimli bir sekilde uyarmak icin EGF-R ekspresyonunu kontrol ettigi molekiler seviyede
gOsterilmistir. Kan damari gelisimi, homeostaz ve lenfatik damar olusumu, VEGF ailesinin
Uyeleri tarafindan dizenlenir. Anjiyogenez ve vaskilojenez, bu ailenin baskin Gyesi olan
VEGF-A'dan dnemli 6lglide etkilenir. Kanser hastalarinda timér tarafindan VEGF-A Uretimi,
timor gelisimi ve yayilmasi igin gerekli bir "anjiyogenez kaymasina" neden olur. Aslinda, timor
kitlesi buytdikege, VEGF ailesi Gyelerinin yeni olusturulan damar tzerindeki etkisi, timorin
besin ihtiyacini karsilamasina yardimci olur. Biyobelirte¢ VEGF, kolon kanserini erken
evrelerinde tanimlamak igin kullanilabilir ve tUmor anjiyogenezinin 6nemli bir duzenleyicisidir
(Lapeyre-Prost vd., 2017). Bu projeden elde edilen bulgularda ise VEGF ve polip tipi
degiskenleri arasinda istatistiksel olarak anlamli bir korelasyon bulunmamasina ragmen (r=-
0.0676, p=0.183), polip alt tipi ile korelasyon yok ya da pozitif yonli ¢ok zayif bir korelasyon
vardir. Bununla birlikte, iligki istatistiksel olarak anlamlidir. Bu durum yuksek orneklem
blyUkliginden kaynaklaniyor olabilir. Sonug istatistiksel olarak anlamli olmakla birlikte, klinik
olarak anlamli olmayabilir (r=0.1095, p=0.031). Bu sonuglar da gésteriyor ki cd34 kolon kanseri
icin prediktif bir belirte¢ olarak kullanilmasi makul olmakla beraber kanser éncesi olusumlari

ayirt etmek igin klinik olarak anlamli olmayabilir.

Genom mutasyonunu Onleyerek stabiliteyi saglamadaki roli nedeniyle kanser geligimini
engellerler. Bu nedenle p53, bir tumadr baskilayici gen olarak kategorize edilir. Kanserde en sik
mutasyona ugrayan gendir. Mutasyonlarin neden oldugu p53 fonksiyon kaybinin hem model
sistemlerde hem de insanlarda kanser gelisimini tesvik ettigi kesin olarak kanitlanmigtir. p53
analizinin bir teghis ve saptama teknigi olarak kullanilmasi biyik bir potansiyele sahiptir. Hiicre
doéngusund dizenleyerek, gerektiginde DNA onarimini tesvik ederek ve onarilamaz hasara

ugramis hiicrelerde apoptoz olarak bilinen programli hiicre 6limine neden olarak islev gortr
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(Li, 2015). Hiicre dongusinin durdurulmasi, DNA hasar onarimi, yaslanma ve apoptoz, p53
geni tarafindan yanit olarak koordine edilen ¢ok cesitli genotoksik hiicresel stres faktorlerinin
getirdigi cesitli etkilerden sadece birkagidir. Kolon kanserlerinin yaklasik %40-50'sinde p53
mutasyonu vardir. Kolon kanserinin ilerlemesi ve sonucu, p53 mutasyon durumu ile yiksek
oranda iliskilidir (Li, 2015). Literattirle uyumlu bir sekilde kanser 6ncesi polip evrelerinde de
Pearson analizi sonucu polip tipi ve p53 degiskenleri arasinda negatif yonli, zayif ve
istatistiksel olarak anlamli bir korelasyon vardir (r=-0.3673, p<0.001). Bununla beraber polip
alt tipi ile p53 arasinda da pozitif yonll, orta dereceli ve istatistiksel olarak anlamli bir
korelasyon bulunmaktadir (r=0.4898, p<0.001).

Projenin bu asamasinda biyobelirtegler ve polip tipleri arasindaki farkin istatistiksel olarak
anlamhliginin arastirilmasinin yani sira aralarindaki iliskinin de yéna ve kuvveti arastirilarak
istatistiksel olarak bu iliski anlamli mi analiz edilmistir. Literatirdeki benzer ¢alismalarin daha
¢cok kolon kanserli dokular Gzerinde yapildidi ve kolon polipleri Gzerindeki etkisinin arastiriimasi
proje basvuru metninde ifade edildigi gibi glincel literatirde de polip spesifik biyobelirteg
calismalari bulunmamaktadir. Elde edilen bu bulgular gosteriyor biyobelirteclerin her birinin
prognostik belirte¢ olma potansiyelleri, bu projeden elde edilen 403 kolon polip tiplerine 6zgl
olarak, spesifik bir gruba yogunlasilip arastiriimasi literatir ve klinik galismalar i¢in anlam ifade

eden ve eksikligi hissedilen bir durumdur.

Bu proje sirasinda, patoloji gérintileri Gzerindeki ¢alismalar G¢ ana kategoriden olusmustur.
Polip siniflandirmasinin klinik is akisinda, énemli bir tanisal zorluk, adenomatéz poliplerin
adenomatoz olmayan dokulardan ayirt edilmesidir. Bu nedenle, projenin patoloji gérintilerinin
arastiriimasi sirasinda ilk olarak, adenomatéz poliplerin ve adenomat6z olmayan dokularin ikili
siniflandirmasini ¢ézmek icin farkh yaklagsimlar arastiriimistir. Bu problem icin bu ¢alisma
sirasinda yeni bir gerceve dnerilmistir. Bu ¢ergeve toplu 6grenme ConvNeXt varyantlari ile
birlestirilip, StainNet normalizasyonu uygulanan 6zel olarak toplaniimi veri setinde %95
dogruluk oranina ulagsmistir. Onerilen yéntem, ayri ayri ince ayarlanmis iki ConvNeXt
varyantini, yani ConvNeXt-Tiny ve ConvNeXt-Base'i birlestirmektedir. Bu temel modeller,
gérantl temsil seviyelerinde ag modifikasyonlari ile siniflandirma problemine uygun hale
getirilmigtir. Bunlara ek olarak, Grad-Cam yontemi de kullanilarak 6nerilen modelin

aciklanabilirligi de incelenmigtir.

Kapsamli deneylerin sonuglari, temel modellerin bir araya getiriimesiyle olusturulan toplu
6grenme ydnteminin tek basina temel modellerden daha iyi bir performansa sahip oldugunu

gOstermistir.

Ensemble ydntemleri, meme ve kolon histoloji gorintilerinde kanser siniflandirma

goérevlerinde kullaniimaktadir. Ancak, toplu 6grenme yontemleri kolonik adenomatoz polip
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tespitinde histoloji gorantilerinden kullaniilmamistir. Literatlrde, arastirmacilar genellikle derin
CNN modellerini tek basina kullanmaktadir. Ornegin, Korbar vd., (2017) calismalarinda gesitli
ResNet-50 varyasyonlarini kullanmig ve en iyi performans gosteren varyasyonu segerek veri
setlerinde %91,3 dogruluk elde etmistir (Korbar vd.,2017). Byeon vd., (2022) EfficientNet'i
kolon polip alt tiplerinin siniflandirmasi i¢in uygulamis ve veri setlerinde 98,8 F1 puani elde
etmistir (Byeon vd., 2022). lizuka vd., (2020) histopatoloji géruntilerinde adenomatoz, non-
adenomatoz ve kanserli dokulari ayirt etmek igin Inception-V3 kullanmis ve %96 dogruluk elde
etmistir (lizuka vd., 2020). Bu calisma sirasinda yukaridaki arastirmacilarin  kendi
calismalarinda kullandigi, ResNet50, EfficientNet, Inception-v3 uygulanmistir ve o6nerilen
yontem ile dzel olarak toplanilan veri setinde performanslar karsilastiriimistir. Onerilen yéntem
normalizasyon yapilmamis veri setinde %93,75 dogruluk saglarken, ResNet50, EfficientNet ve
Inception-v3 Ozellestiriimis veri setinde sirasiyla %76,25, %86,25 ve %82,5 dogruluk elde
etmistir. Bu modellerin literatlrdeki calismalarin performanslari ile proje kapsaminda toplanilan
veride goOsterdigi performans farki, farkli veri seti dagilimlarindan kaynaklandigi

distnilmektedir.

Literatirde onerilen modeller genellikle belirli 6zel veri kiimeleriyle test edilmistir. Ayrica,
modeller belirli bir veri kumesi igin geligtirildigi icin, diger veri kiumelerinde iyi
calismayabilmektedir. Bu problem ise gergek diinya uygulamalari icin bir dezavantaj
olabilmektedir. Bu sorunu asmak icin arastirmacilar, 6zel bir veri kimesi igin olusturulan
modelleri karsilastirmak icin halka agik veri kimeleri kullanmaktadirlar (Kallipolitis vd., 2021;
Wang vd., 2022; Wang vd., 2023; Kassani vd., 2019; Bilal vd., 2022). Bu nedenle, bu
calismada onerilen modelin performansini UniToPatho ve EBHI adli iki halka acik veri
kiimesinde de arastirmak icin ek deneyler yapilmistir. Onerilen yéntem UniToPatho ve
EBHI'de sirasiyla 90% ve 91,1% basar elde ederek diger yontemlerin dniine gegmektedir.
Literatirdeki diger yontemler UniToPatho veri kiimesinde %64,29 ve %66,55 basar elde
etmistir (Wang vd., 2022; Wang vd., 202). Bu sonuglar, énerilen modelin farkli veri kimeleri
icin umut verici bir genelleme yetenedine sahip oldugunu ve gercek yasam senaryolarinda

¢alisma potansiyeline sahip oldugunu gdstermektedir.

Modellerin genellestirme yetenegini artirmak icin boyama normalizasyon teknikleri,
arastirmacilar tarafindan genis Olcide kullaniimaktadir. HI Uzerinde vyapilan polip
siniflandirmasina yénelik 6énceki calismalarin aksine, bu ¢alismada boyama normalizasyon
teknikleri bir toplu modelle birlestiriimistir. Bildigimiz kadariyla, kolon polip siniflandirmasi igin
HI Gzerinde boyama normalizasyon yontemlerini iceren sinirlh sayida calisma mevcuttur.
Literatirde, Perlo vd., (2021) yalnizca polip siniflandirmasi icin Macenko normalizasyon
teknigini kullanmigtir (Perlo vd., 2021) Bu calisma sirada yapilan deneyler ile farkli

siniflandiricilar igin normalizasyon tekniklerinin performansinin énemli 6lgtide farkhilastig
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gozlemlenmistir. Bu nedenle, farkh boyama normalizasyon teknikleriyle cesitli

siniflandiricilarin birlestiriimesi daha faydali sonuglar ortaya ¢ikarmistir.

Tibbi gorintd analizinde, yapay zeka yontemlerinin siyah kutu dodasi gergcek uygulamalarda
kullanimlarini kisitlayabilmektedir. Son yillarda, bu durum opak algoritmalarin agiklanabilirligi
ve gerekliligi hakkinda tartismalara neden olmustur (Amann vd., 2020). Cagdas derin 6grenme
modelleri i¢in birka¢ ara¢ tanitan ¢ézimler sunulmustur (Singh vd., 2020). Sorunu ¢ézmenin
temel yaklasimi, kararin altinda yatan nedeni klinisyene yardimci bir ¢ikti olarak saglamakiir.
Bu ciktl, s6zlu veya gorsel ipuglari olabilir. Bu, klinik uzmanin ve sistemin kararlari arasinda
uyumsuzluk oldugunda 6zellikle faydali olabilecegi distnilmektedir. Bu durumda, goérsel gikti,
sistemin karar sureci hakkinda ipuglarini degerlendirerek neden farkli tani koydugunu kontrol
etmek igin klinisyene yardimci olabilecegi dusunulmektedir. Grad-Cam yontemi literatiirde
patologlarin karar verme slrecinde yardimci olmak igin ¢esitli calismalarda kullaniimaktadir
(Bilal vd., 2022; Song vd., 2020; Korbar vd., 2017; Byeon vd., 2022; lizuka vd., 2020, Tsuneki
vd., 2021). Wei vd., (2021) uzman patologlara Grad-Cam ciktilarini degerlendirmeleri igin
sunmustur (Wei vd., 2021). Bilal vd., uzmanlara modelin degerlendiriimesi i¢cin Grad-Cam
ciktilar saglamistir (Bilal vd., 2022). Perlo vd., modelin agiklanabilirligini saglamak i¢in Grad-
Cam yontemini kullanmistir (Perlo vd., 2021). lizuka vd., modellerinin performansini patologlar
ve tip 6grencileriyle karsilastirmak icin Grad-Cam c¢iktilarini kullanmistir (lizuka vd., 2020).
Byeon vd., farkli polip tipleri icin Grad-Cam ciktilarini kullanarak modelini degerlendirmistir
(Byeon vd., 2022). Song vd., Grad-Cam sonuglarini karar destek igin patologlara saglamistir
(Song vd., 2020). Yukarida sayilan galismlara goz 6nune alinarak, bu c¢aligma sirasinda
Onerilen sistem, karari en ¢ok etkileyen goérintl bdélgelerini vurgulayarak yorumlanabilirlige

yonelik bir yontem olan Grad-Cam yéntemini kullanmistir.

Bu proje sirasinda patoloji goéruntlleri (zerinde vyapilan ikinci g¢alisma ise tubdler,
tibdlovilléz/villdz ve hiperplastik poliplerin polip tipi siniflandirmasi Gzerine c¢oklu sinif
sinillandirmasi yapiimistir. Bu calisma sirasinda ise yeni bir yontem onerilmistir. Bu yontem
Siipervize Edilmis Kontrastif (Sup-Con) Ogrenme ve Big Transfer (BiT) metodolojilerini
birlestirerek histopatolojik gérintilerde polip siniflandirmasi yapmistir. BiT-M mimarisini bir
kodlayici olarak kullanan 6zellestiriimis Sup-Con versiyonu, denetimli bir ortamda en son Deep
CNN modellerine kiyasla Ustin performans gosterdigi tim metriklerde basari elde ettigi
g6zlemlenmistir. Ek olarak, dnerilen yéntemin performansi kodlayici olarak farkli derin CNN
modelleri kullanilarak geleneksel denetimli 6grenme yontemleri ile karsilastiriimistir ve Sup-
Con'un genel dogrulugu %5 arttirdigini bulunmustur. Onerilen yéntemin genelleme kabiliyeti,
UniToPatho veritabani Gzerinde test edilmistir. Onerilen model, 6zel toplanmis veri setinde
%87.1 ve UniToPatho veri setinde %70.3 dogruluk oranlarina ulagsmaktadir ve UniToPatho

veri setinde diger literatirdeki yontemleri geride birakmaktadir. Ayrica, bu ¢alisma sirasinda
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ImageNet'te dnceden egitilmis modellerin yani sira, alan bilgisi kullanilarak énceden egitilmis
modelleri de iceren, gesitli egitim ayarlarinin performansini da arastirilmistir. Farkh 6n egitim
ayarlarinin performansi; ImageNet 6n egitimli Derin CNN modelleri ile ayni modellerin sifirdan
alana o6zgu veri seti kullanilarak 6n egitimi yapilmasi ile modellerin performansi
karsilastiriimistir. Kapsamli deneyler sonucunda ImageNet Uzerinde egitiimis Derin CNN
modellerinin kendi veri setimizdeki transfer 6grenme performansi, sadece UniToPatho veri
kiimesini kullanarak sifirdan egitilen modelin kendi veri setimizde transfer 6grenme yapildigi
durumda azaldigi gézlemlenmistir. Bu durum, UniToPatho veri tabanindaki 6rneklerin sabit bir
blyltme seviyesinden alinmis olmasiyla, 6zel veri setimizin farkli buyltme seviyelerindeki

ornekleri igermesinden kaynaklandigi distnulmektedir.

Proje sirasinda patoloji goérintileri UGzerinde yapilan son galisma sirasinda “Cok sayida
etiketlenmemis goruntd ve sinirli sayida etiketli gorintu elde edildiginde tum verileri nasil
kullanilabilir?” sorusuna cevap aranmistir. Bu ¢alismada, etiketlenmemis verilerin kullanimini
arttirmak icin gérev 6zelinde Kendi Kendini Denetimli Ogrenme'nin (Self-Supervised Learning-
SSL) etkinligi incelenmistir. SSL'nin performansini kapsamli bir sekilde degerlendirmek igin,
farkh kontrastif 6grenme algoritmalari kullaniimis ve karsilastirma yapmak icin 6zel toplanan
veri setimizdeki kodlayici modelleri sifirdan egitilmistir. Bu deneyler arasinda, SSL ile egitilen
ResNet-18, %66.21 dogruluk elde ederek en iyi sonucu vermistir. Ayrica, SSL kodlayici
modellerinin performansi, ImageNet 6nceden egitimli modellerin ince ayarlanmasi ve transfer
6grenme ile karsilastiriimigtir. Sonuglar, SSL'in, alan uyusmazligi olmamasi ve ilgi duyulan
sonraki gorevin benzerligi nedeniyle transfer 6grenmeye gore daha iyi performans gosterdigini
gostermigtir. Ancak, SSL'in performansi, ImageNet onceden egitiimis modellerin ince
ayarlanmasiyla karsilastirildiginda zayif kalmistir. Bunun sebebi ise literatirde de belirtildigi
gibi, dogru sahte etiketler olusturmak icin kullanilabilir etiket sayisinin sinirli olmasi, SSL'nin

etkinligini azaltmakta ve kodlayici agin yaniltici egitimine neden olabilmektedir.

6. SONUG ve ONERILER

Bu projede ana amaglarimiz, kolon kanserinin 6nculi oldugu bilinen kolon poliplerinin
evresini/patolojisini otomatik ya da yari otomatik yontemlerle tahmin etmek ve bu konuda
makro, mikro ve protein seviyesinde derinlemesine ve genis bir spektrumda bilgi edinmek ve

elde edilen veri ve bulgulari bilim dinyasiyla paylagmaktir.

Bu kapsamda yaklasik 200 hastanin her birinden elde edilen kolonoskopi video ve

goruntilerinden, histopatoloji goriintiilerinden ve patoloji raporu ve immunohistokimyasal (IHK)
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analiz sonuclarindan yararlanarak ortaya c¢ikarilan bilimsel bilginin literatlire kazandiriimasina

gayret edilmis ve yakin gelecekte de yenilerinin kazandiriimasi planlanmaktadir.

Elde edilen kapsamli veri seti; video, gorintl, kolonoskopi ve patoloji raporunda elde edilen
poliplere ait konum, boyut, tip, alt tip gibi bilgiler, farkh buyultmelerde histopatoloji/mikroskop
goOriantileri ve konu ile ilgili oldugu tespit edilen farklh proteinlerin ekspresyon seviyelerini
icermesi agisinda diinyada benzeri olmayan bir mahiyettedir. Farkli veri setlerinde parga parca
bu verilere rastlanabilmekte iken bu kadar genis bir kapsamda veri ancak bu proje ile
Uretilebilmistir. Bu calisma gastroenteroloji, patoloji, veri bilimi ve muhendisligi ve biyomedikal
muahendisligi alanlarinin yakin igbirligi ile gerceklestirilmistir. Bizim yaptigimiz ve bu raporda
bulgularini  paylastigimiz c¢alismalarin (zerine daha yenilerinin yapilmasi kuvvetle
muhtemeldir. Biz de grup olarak bu veri seti Uzerinde farkli sorularin cevaplarini aramaya
devam etmeyi umuyoruz. Zaten yakin zamanda veri setimizi bilim camiasiyla paylagmak tzere

duzenleyecegiz.
Veri toplama stirecini kisaca agiklamak gerekirse su notlari paylasmamiz gerekmektedir:

1) Gastroenteroloji uzmani arastirmacimiz (Dog. Dr. Serkan Dogan, SD) ile bir bursiyerimizin

(Refika Sultan Dogan, RSD, bu iki birey akraba degillerdir) devamli iletisim halinde olmusglardir.

2) Kolonoskopi esnasinda kolonunda polip oldugu tespit edilen bir hastanin Gniteye geldigi ve
kolonoskopi video ve goérintilerinin alindigi ve raporunun hazirlandigi bilgisi SD tarafindan
RSD’ye bildirilmistir. RSD belirli araliklarla Kayseri Sehir Hastanesindeki kolonoskopi tnitesine
giderek ve Unitede gorevli hemsire ve sekreterlerle iletisime gecerek verileri taginabilir bir
hafizaya aktarmistir. Bu siregte bazen SD’nin video kaydi almadigi ya da yeterli kalitede
gorinth almadiginin tespit edilmesi durumunda verinin kayit altina alinmasi ama ¢alismaya

dahil edilmemesi gibi bir karar verilmistir.

3) Kolonoskopi Unitesinde yasanan hizli prosesi hepimiz takdir edecegizdir. Bu prosesin igine
ekstra bir islemin girmesi bazen tahmin edilemeyen zorluklari netice vermistir. SD ve RSD’nin
bu konudaki 6zverili tavri ve uyumlu gayretinin bdyle bir verinin toplanabilmesine biyulk

yardimi olmustur.

4) Klinik rutinde kolonoskopi islemi esnasinda polip dokusundan elde edilen biyopsi
spesimenleri bir kiiclk sisenin icine konarak patoloji bolimune iletiimektedir. Bu islemdeki
zorluk bu spesimenin takip edilerek patoloji bélimindeki arastirmacimizin tGzerinde 6zellikle
calismasi icin bilgilendirilmesidir. Belirli araliklarla RSD’nin hazirladidi ve devamli blyuyen veri
tabani ve listeler gastroenteroloji ve patoloji boélimleri arasindaki iletisimi saglamada
kullaniimistir. Bu noktada RSD ve proje yurutlicisi veri tabaninin sahip olmasi gereken

alanlari belirlemis ve hangi verilerin nasil saklanacaginin stratejisini netlestirmistir.
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5) Patoloji béliminde calismaya dahil edilen hastalarin biyopsi spesimenleri 6zel islemlere
tabi tutularak gorintilenmis, proje ylruticusu, RSD ve uzman patolog Ebru Akay (EA)
isbirliginde farkli blyltmelerde mikroskop goéruntileri alinmis ve veri setimize dahil edilmistir.

Bunun igin de RSD’nin EA ile devamli iletisimde olmustur.

6) Mikroskop goéruntileri Uzerinde calismaya odaklanan bursiyerimiz Sena Blsra Yengeg-
Tasdemir (SBYT) EA’'nin géruntulerin farkli bolgelerine odaklanip, bu bélgeleri polip tipi ve alt
tipi ile etiketlemesini saglayacak bir arayiz gelistirmistir. Bunun sonucunda histopatoloiji
goéruntuleri Gzerindeki ¢calismalarinin althgi olusturulmus oldu. Tum slayta degil de slaytin bir
bdlgesine odaklanarak gergeklestirilen klinik tan1 koyma sirecinin benzeri bizim gelistirdigimiz

adimlara da boylelikle yansitiimistir.

7) Patoloji biriminde gériintii alma islemi gerceklestirilirken IHK analizi igin kitler son literatiire
dayanarak tespit edilmis, siparis edilmis, test edilmis ve sonunda dokulara uygulanmistir. Bu
islem, Kklinikte tim biyopsi spesimenlerine rutin bir uygulama olmadigindan ayrica
odaklaniimasi gereken bir istir. Ayrica, bazi hastalarin biyopsi spesimenlerini alip bagka
hastanelere goturdukleri tespit edilmis ve baska verilerin elde edilmis olmasina ragmen bu

hastalar galismaya dahil edilememisgtir.

8) Tum bu asamalarin sonucunda video, gorintl, kirpilmis gorintl, raporlardan c¢ikarilan
bilgiler ve protein ekspresyon seviyeleri gibi kapsamli bir veri seti olusturulmustur. Bu slrecte

tim proje ekibinin ciddi emekleri s6z konusu olmustur.

Bu slrecte yasanan en buyidk kisit kolonoskopi videolarinin bir kisminin yeterli kalitede
olmamasidir. Literatlirde paylasilan diger veri setlerine de baktigimizda ayni problemi orada
da gérmekteyiz. Gurultilerin ¢oklukla bulundugu gercevelerle ¢alismanin zorluklari bu projenin
kolonoskopi gérintdleri ile ilgili fazinda yasanmistir. Hem guirGltili gergevelerin de bulundugu
set Uzerinde hem de 6zellikle en kaliteli gérinime sahip gergevelerde olusturdugumuz bir alt
kime Uzerinde makine 6grenmesi calismalari gerceklestiriimistir. Elde edilen dogruluk
seviyeleri literatlrdekilere oranla biraz disuk olarak gerceklesmistir. Ancak, takdir edilecektir
ki kanser ve normal dokulari ayri birer sinif olarak eklediginizde siniflandirma problemi daha
kolay hale gelebilmektedir. Hangi siniftan ne kadar gérintinin veri setine eklenmis oldugu da
onemli bir parametre olarak karsimiza ¢ikmaktadir. Hiperplastik ve tibuler poliplerin ayrimi ile
ilgili olarak gergeklestirdigimiz ikinci galismamizda, %80’e yakin dogruluk elde ederek bir
gastroenteroloji uzmaninin yakaladigi dogrulugun yaklasik %15 Uzerinde bir performans
ortaya konmusgtur. Bu konuda daha farkli 6zniteliklerle ve siniflandirma yaklagimlariyla ve belki
de meta verileri de ekleyerek daha yuksek dogruluk seviyelerinin yakalanabilecegini

degerlendirmekteyiz.
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Bu projede elde edilen goruntuler ve etiketlerden yararlanilarak, derin 6grenme ve makine
6grenmesi yontemlerini temel alan ¢evrim i¢i veya digi kullanilabilen kapsamli bir yapay zeka
destekli bilgisayarli gori sistemi gelistirmesi amaclanmistir. Bu sistemin, endoskopistlere
kolonoskopi muayenesi esnasinda, patolojiye géndermeden, ekrandaki poliplerin hangi evrede
oldugunu daha iyi tespit etmek icin gergcek zamanli optik biyopsi sansi vermesi hedeflenmistir.
Neoplastik (adenomatdz de denmektedir) poliplerin bagirsak dokusundan tamamen alinmasini

saglamakla beraber, gereksiz polipektomiyi 6nlemesi amaclanmaktadir.

Calismamizin sonuglari hala kolonoskopi goéruntilerinden ¢ok yiksek basari seviyelerinde
polip alt tipi belirlenmesi mimkin olamamistir. Ancak, bu husustaki ¢calismalara énimuzdeki
surecte devam edilecektir. Farkli gorintileme modlari ve renk uzaylarindan da yararlaniimasi

planlanmaktadir.

Gergek zamanli polip tespiti literatiri ¢ok zengin bir mahiyettedir. Onlarca makalenin
yayinlandigi ve hatta bazi ticari Urlinleri/lyazilimlarin yavas yavas kullaniimaya baslandigi bir
dénemden gegiyoruz. Kisa sure iginde gercek zamanli olarak tespit edilen polipin Uzerinde
makine ogrenmesi ve derin 6grenme yaklasimlari kullanarak polip tipine ve malignite
potansiyeline dair bir 6n teshiste bulunulabilecek ve bodylece hekimlere yardimci olacak bir
yazilimi ortaya ¢ikarmak istiyoruz. Bu surecin de kigik de olsa hekim midahalesine agik
olmasinin gerekli oldugu goérilmektedir. Kolonoskopi video ve goruntilerindeki parlama ve
diger gurultulerin neden oldugu yanhisliklari hekimin devrede olmasiyla azaltilabilecegi ve hatta
bu midahalenin hangi durumlarda gercgeklestirildigi bilgisinin yeni 6grenme sirecine dahil

edilebilecegi bir yaklasim gelistiriimesi 6ngortlmektedir.

Makine 6grenmesi ve derin 6grenme c¢alismalari haricinde biyobelirte¢ olarak goruntilerden
cikarilan bazi 6zniteliklerin polip tipi ve alt tipinin belirlenmesinde kullaniimasina dair galismalar
sonucunda LBP olarak bilinen bir 6znitelik ¢cikarma yaklasimi kullanilarak elde edilen bazi
Ozniteliklerin diger 6zelliklere gore (farkli 6znitelik ¢cikarma yontemleri ve sekilsel 6zelliklere
gore) ayirici glglerinin daha yiksek oldugu belirlenmistir. Bu konuda daha ileri ¢calismalara

ihtiyac oldugu asikardir.

Diger yandan, kolonoskopi esnasinda alinan lezyonlarin histopatolojik gdruntulerinin
manuel/gorsel analiz siireclerini kolaylastirmak igin ilgilenilen dokulardan farkl buylGtmelerde
kayda alinan histopatoloji goruntileri Uzerinde otomatik siniflandirma calismalari
gerceklestiriimigtir. Projede gergeklestirilen kapsamh deneyler, temel modellerin bir araya
getirilmesiyle olusturulan toplu 6grenme ydnteminin tek basina temel modellerden daha iyi bir
performans Urettigini gostermektedir. Bu alanda yeni ¢alismalarin kapilari da her zaman agik
olacaktir. Histopatoloji gériintiileri ile IHK analizlerinin birbiriyle iligkilendiriimesi de gelecek

calismalar olarak planlanmaktadir. iIHK analiz sonugclari ile etiketlenmis goriintiilerin dogru
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siniflandirilabilmesi klinikte ciddi bir anlam ifade edebilecektir. Ayrica, kolonoskopi ve
histopatoloji géruntilerinden elde edilen &zniteliklerin karsilastiriimasi ve iligkilendirilmesi

gelecek galismalar olarak planlanmistir.

Klinik akista ciddi katkisi olacagi disunulen hususlardan birisi de; x2,5 veya x5 gibi kicuk
blyltmelerde elde edilen histopatoloji gérinttlerinin normal ve anormal kisimlarinin manuel
olarak isaretlenerek anormal bdlgelerin otomatik segmentasyon/bélitleme yaklasimlari ile
tespit edilmesidir. Bu konuda bir ylksek lisans 6grencisi ¢alismaya baslamistir. Su anda
patologun go6zle gerceklestirdigi tespitin otomatik ya da yari otomatik yaklasimlarla
isaretlenmesinin gbzden kacabilecek anormalliklerin yakalanmasina yardimci olabilecegi

degerlendiriimektedir.

Bunlara ek olarak, immunohistokimyasal (IHK) analizlerle ilgili bulgularimizin literatiire
katkisinin yuksek olacagdi degerlendirilmistir. p53, ki-67, VEGF, BRAF, PD-L1 (epitel), PD-L1
(lenfosit) ve cd34 isimli gen ve proteinlerin IHK analizlerinin sonuglari daha kapsamli olarak
projenin bitiminin ardindan tekrar ele alinacak ve bir tip dergisinde paylasilacaktir. Bazi
proteinler igin gerceklestirilen istatistiksel analizler, daha derinlemesine ve proteinlerin
ekspresyonunun birbirleriyle olan iligskileri de ele alinarak irdelenecektir. Bu konuda
biyoistatistik uzmanlariyla bilimsel isbirligimiz devam etmektedir. Bir bursiyerimizin doktora tez

jurisinde bir biyoistatistik dogenti yer almaktadir. Kendisiyle istisarelerimiz devam etmektedir.

Son olarak, bu proje farkli disiplinlerden arastirmaci ve bursiyerlerin katkisi ile gergeklestirilmis,
interdisipliner uygulamali bilimsel ¢alisma gergeklestirme pratigimize katkisi oldugu
degerlendirilmigtir. Birbiriyle konusabilen ve ortak amaclar igin bir araya gelen bilim insanlarinin

bilime ve insanliga katkisinin cok daha yuksek olacagi goralmustur.
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